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Cuprins Seminar
⊡ Recapitulare Rapid  � Formule cheie s, i rezumat concepte

⊡ Test Gril  � 10 întreb ri cu variante de r spuns

⊡ Întreb ri Adev rat/Fals � Evaluare conceptual 

⊡ Exercit
,
ii de Calcul � Probleme rezolvate pas cu pas

⊡ Exercit
,
ii Python � Implementare s, i vizualizare

⊡ Întreb ri de Discut
,
ie � Scenarii s, i gândire critic 

⊡ Exercit
,
iu cu asistent

,
  AI � Gândire critic  cu LLM

⊡ Rezumat � Concluzii s, i pas, i urm tori
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Recapitulare Rapid  3

Formule Cheie de Ret, inut
⊡ Distribut

,
ii Asimetrice:

⊡ Skew-t Hansen: λ ∈ (−1, 1)
⊡ GED: f (x) = ν

2c Γ(1/ν)
exp

(
− 1

2
|x/c|ν

)
⊡ GPD s

,
i Mean Excess:

⊡ Gξ,β(x) = 1− (1+ ξx/β)−1/ξ

⊡ e(u) = β+ξu
1−ξ

⊡ Estimatorul Hill:

⊡ ξ̂(k) = 1

k

∑k
i=1

ln
x(i)

x(k+1)

⊡ α̂tail = 1/ξ̂

⊡ VaR-POT s
,
i ES-POT:

⊡ VaRα = u + β
ξ

[(
n
Nu

α
)−ξ

− 1
]

⊡ ESα = VaR

1−ξ
+ β−ξu

1−ξ
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Rezumatul Conceptelor Cheie

Concept Punct Cheie Când se Foloses
,
te

Skew-t Hansen λ controleaz  asimetria cozilor Act, iuni cu efect de levier
GED ν < 2: cozi grele; ν = 1: Laplace Familie �exibil  de distribut, ii
Pareto (lege putere) P(X > x) ∼ x−α Modelare cozi grele
GPD Trei tipuri: Fréchet, Gumbel, Weibull Excedente peste prag u

Hill estimator ξ̂(k) din cele mai mari k obs. Estimarea indicelui de coad 
Mean Excess Plot Pant  pozitiv  ⇒ cozi grele Alegerea pragului u

VaR-POT Justi�care teoretic  EVT Risc extrem, cozi grele
ES-POT Pierderea medie dincolo de VaR M sur  coerent  de risc
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Test 1: Parametrul de asimetrie Skew-t

Întrebare

În distribut, ia skew-t Hansen, λ = −0.3 înseamn :

Variante de r spuns

⊡ (A) Coada dreapt  este mai grea
⊡ (B) Coada stâng  este mai grea
⊡ (C) Distribut, ia este simetric 
⊡ (D) Distribut, ia nu are cozi grele
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Test Gril  6

Test 1: R spuns

R spuns: B

Coada stâng  este mai grea (λ < 0)

⊡ Parametrul Hansen λ:

⊡ λ ∈ (−1, 1)
⊡ λ < 0: mas  mai mare pe coada stâng 
⊡ λ > 0: mas  mai mare pe coada dreapt 
⊡ λ = 0: Student-t simetric 

⊡ Act, iunile au de regul  λ < 0 (riscul de sc dere >
riscul de cres,tere).
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)

Hansen's skew-t PDF ( = 5, various )

= 0 (symmetric) = 0.3 (left skew) = 0.3 (right skew) = 0.6 (strong left skew)

Skew-t: asimetrie controlat  de λ

SFM_ch2_asymmetric_distributions
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Test 2: GED s, i Laplace

Întrebare

GED cu parametrul de form  ν = 1 este echivalent  cu:

Variante de r spuns

⊡ (A) Distribut, ia normal 
⊡ (B) Distribut, ia Laplace
⊡ (C) Distribut, ia Cauchy
⊡ (D) Distribut, ia uniform 
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Test Gril  8

Test 2: R spuns

R spuns: B

Distribut, ia Laplace (double exponential)

⊡ Cazuri speciale GED:

⊡ ν = 1: Laplace (cozi grele) ✓
⊡ ν = 2: Normal (referint, )
⊡ ν → ∞: Uniform 

⊡ Veri�care:

⊡ A: ν = 2 Ö
⊡ C: Cauchy nu este GED Ö
⊡ D: ν → ∞ Ö
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n = 6,537
Best AIC: Student-t
Best BIC: Student-t

S\&P 500 Log-Returns: Distribution Comparison

S\&P 500 log-returns
Normal (AIC=-39037)
Student-t (df=2.64, AIC=-40954)

GED ( =0.87, AIC=-40951)
Stable ( =1.54, AIC=-40860)

GED: familia parametric  de la Laplace la uniform 

SFM_ch2_distribution_comparison
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Test 3: Estimatorul Hill

Întrebare

Estimatorul Hill estimeaz :

Variante de r spuns

⊡ (A) Media distribut, iei
⊡ (B) Variant,a distribut, iei
⊡ (C) Indicele de coad  ξ
⊡ (D) Parametrul de locat, ie
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Test 3: R spuns

R spuns: C

Indicele de coad  ξ (tail index)

⊡ Formula Hill:

ξ̂(k) =
1
k

k∑
i=1

ln
x(i)

x(k+1)

⊡ Bazat pe cele mai mari k observat, ii
⊡ α̂tail = 1/ξ̂
⊡ Hill plot: ξ̂(k) vs k
⊡ Zona stabil  (platou) ⇒ estimare �abil 
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Hill plot: estimatorul se stabilizeaz 

SFM_ch2_extreme_value
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Test 4: GPD s, i tipul de coad 

Întrebare

În metoda POT, ξ > 0 indic :

Variante de r spuns

⊡ (A) Coad  us,oar  (subexponent, ial )
⊡ (B) Coad  grea (tip Fréchet)
⊡ (C) Coad  m rginit  (tip Weibull)
⊡ (D) Coad  exponent, ial  (tip Gumbel)
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Test 4: R spuns

R spuns: B

Coad  grea, domeniul de atract, ie Fréchet

⊡ Clasi�carea GPD:

⊡ ξ > 0: Fréchet (cozi grele, lege putere) ✓
⊡ ξ = 0: Gumbel (coad  exponent, ial )
⊡ ξ < 0: Weibull (coad  m rginit )

⊡ Randamentele �nanciare: ξ ∈ [0.1, 0.4], de regul 
ξ ≈ 0.2�0.3.

0 1 2 3 4 5
x u (excess over threshold)
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g(
x)

GPD PDF: g , (y) = 1 (1 + y ) (1 + 1/ )

Exponential ( = 0) Pareto ( = 0.25) Pareto ( = 0.5) Beta ( = 0.5)

GPD: trei tipuri de coad 

SFM_ch2_extreme_value
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Test 5: Gra�cul Mean Excess

Întrebare

Gra�cul Mean Excess liniar cu pant  pozitiv  sugereaz :

Variante de r spuns

⊡ (A) Distribut, ia normal 
⊡ (B) Distribut, ia exponent, ial 
⊡ (C) GPD cu ξ > 0 (cozi grele)
⊡ (D) Absent,a evenimentelor extreme
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Test 5: R spuns

R spuns: C

GPD cu ξ > 0, con�rm  cozi grele

⊡ Funct
,
ia Mean Excess:

e(u) = E[X − u | X > u] =
β + ξu

1− ξ

⊡ Interpretare:

⊡ Pant  pozitiv  ⇒ ξ > 0 (cozi grele) ✓
⊡ Pant  zero ⇒ ξ = 0 (exponent, ial)
⊡ Pant  negativ  ⇒ ξ < 0 (coad  �nit )
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Linear region
(GPD suitable)

Mean Excess plot  S&P 500 daily losses

Suggested threshold u = 1.9%

Mean Excess plot: linearitate ⇒ GPD

SFM_ch2_extreme_value
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Test 6: GED � parametrul de form 

Întrebare

GED cu ν = 1.3 comparativ cu distribut, ia normal  (ν = 2) are:

Variante de r spuns

⊡ (A) Cozi mai us,oare
⊡ (B) Cozi mai grele
⊡ (C) Aceleas, i cozi
⊡ (D) Nu se poate compara
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Test 6: R spuns

R spuns: B

Cozi mai grele (ν < 2 ⇒ leptokurtosis)

⊡ GED: relat
,
ia ν � cozi:

⊡ ν < 2: cozi mai grele decât distribut, ia normal  ✓
⊡ ν = 2: normal  (referint, )
⊡ ν > 2: cozi mai us,oare
⊡ ν = 1: Laplace (cozi exponent, iale)

⊡ P(|X | > 3σ): Normal = 0.27%, GED(1.3)
≈ 1.1%.
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n = 6,537
Best AIC: Student-t
Best BIC: Student-t

S\&P 500 Log-Returns: Distribution Comparison

S\&P 500 log-returns
Normal (AIC=-39037)
Student-t (df=2.64, AIC=-40954)

GED ( =0.87, AIC=-40951)
Stable ( =1.54, AIC=-40860)

GED: ν controleaz  greutatea cozilor

SFM_ch2_distribution_comparison
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Test 7: Teorema Fisher�Tippett�Gnedenko

Întrebare

Teorema Fisher�Tippett�Gnedenko spune c  maximele normate converg la:

Variante de r spuns

⊡ (A) Distribut, ia normal 
⊡ (B) Distribut, ia uniform 
⊡ (C) Una din trei familii GEV (Fréchet, Gumbel, Weibull)
⊡ (D) Distribut, ia Poisson

Statistica Piet,elor Financiare
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Test 7: R spuns

R spuns: C

GEV: trei familii (Fréchet, Gumbel, Weibull)

⊡ Teorema:

Mn = max(X1, . . . ,Xn)
d−→ GEV(ξ)

⊡ ξ > 0: Fréchet (cozi grele) ✓
⊡ ξ = 0: Gumbel (coad  exponent, ial )
⊡ ξ < 0: Weibull (coad  m rginit )

⊡ Analogia cu TLC: TLC → Normal; FTG → GEV.
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GEV PDF: H (x) = exp( (1 + x) 1/ )

Gumbel ( = 0) Fr\'{e}chet ( = 0.3) Weibull ( = 0.3) Fr\'{e}chet ( = 0.5)

GEV: cele trei familii de extreme

SFM_ch2_extreme_value
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Test 8: POT vs Block Maxima

Întrebare

Avantajul principal al metodei POT fat,  de Block Maxima este:

Variante de r spuns

⊡ (A) Este mai simpl  de implementat
⊡ (B) Utilizeaz  mai e�cient datele extreme
⊡ (C) Nu necesit  alegerea unui prag
⊡ (D) Funct, ioneaz  doar pe date normale
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Test 8: R spuns

R spuns: B

POT foloses,te toate excedentele, nu doar un maxim
per bloc

⊡ Comparat
,
ie:

⊡ Block Maxima: un maxim/lun  ⇒ 12/an
⊡ POT: toate excedentele > u ⇒ ∼ 50�100/an

⊡ Veri�care:

⊡ A: POT este mai complex  Ö
⊡ C: POT necesit  prag u Ö
⊡ D: POT nu presupune normalitate Ö
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B. Mean Excess Plot

Mean excess function e(u)
95% CI

Chosen threshold (0.0187)
GPD theoretical ( =0.181)

POT: mai multe date extreme disponibile

SFM_ch2_extreme_value
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Test 9: Momente s, i indicele de coad 

Întrebare

Dac  P(X > x) ∼ Cx−α cu α = 3, ce momente exist ?

Variante de r spuns

⊡ (A) Doar media
⊡ (B) Media s, i variant,a, dar nu kurtosis
⊡ (C) Toate momentele pân  la ordinul 4
⊡ (D) Niciun moment nu exist 
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Test 9: R spuns

R spuns: B

E[|X |p] < ∞ dac  s, i numai dac  p < α

⊡ Regula momentelor:
⊡ Cu α = 3:

⊡ Media (p = 1): 1 < 3 ✓
⊡ Variant,a (p = 2): 2 < 3 ✓
⊡ Kurtosis (p = 4): 4 > 3 Ö

⊡ ⇒ Sharpe ratio este valid, dar kurtosis-ul
es,antionului converge foarte lent.
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Survival Function: Stable(1.7) vs Normal

Stable ( = 1.7) Normal x 1.7 (reference)

Legea putere: P(X > x) ∼ x−α

SFM_ch2_extreme_value
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Test 10: Efectul de levier s, i Skew-t

Întrebare

Pe act, iuni, estimarea skew-t d  de regul  λ̂ < 0. Aceasta se datoreaz :

Variante de r spuns

⊡ (A) Randamentelor pozitive mai frecvente
⊡ (B) Efectului de levier (sc derile sunt mai abrupte)
⊡ (C) Ratei f r  risc pozitive
⊡ (D) In�at, iei

Statistica Piet,elor Financiare
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Test 10: R spuns

R spuns: B

Efectul de levier (leverage e�ect)

⊡ Mecanismul (Black, 1976):
⊡ Sc derea pret,ului ⇒ cres,terea levierului ⇒

cres,terea volatilit t, ii ⇒ sc deri s, i mai mari.

⊡ λ̂ < 0: coada stâng  mai grea ✓
⊡ Panic selling > FOMO buying
⊡ Pe cripto: λ̂ ≈ 0 (simetrie)
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Skew-t: asimetrie pe act,iuni

SFM_ch2_asymmetric_distributions
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Adev rat sau Fals? � Întreb ri
⊡ R spundet

,
i cu Adev rat (A) sau Fals (F):

1. Distribut, ia skew-t cu λ = 0 se reduce la Student-t simetric .
2. GED cu ν < 2 are cozi mai us,oare decât distribut, ia normal .
3. Estimatorul Hill funct, ioneaz  numai pentru cozi de tip Fréchet (ξ > 0).
4. Metoda POT necesit  alegerea unui prag u, ceea ce o face complet obiectiv .
5. VaR-POT are justi�care teoretic  prin teorema Fisher�Tippett�Gnedenko.
6. EVT-POT poate � aplicat  pe es,antioane foarte mici (n < 50).

Statistica Piet,elor Financiare
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Adev rat sau Fals? � R spunsuri
1. ADEV�RAT: Când λ = 0, asimetria dispare ⇒

simetric

2. FALS: ν < 2 ⇒ cozi mai grele (leptokurtosis)

3. ADEV�RAT: Hill presupune comportament
lege-putere

4. FALS: Alegerea u este subiectiv ; Mean Excess plot
ajut 

5. ADEV�RAT: Teorema limit  garanteaz 
convergent,a la GPD

6. FALS: EVT necesit  su�ciente excedente
(Nu ≥ 30�50)
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B. Mean Excess Plot

Mean excess function e(u)
95% CI

Chosen threshold (0.0187)
GPD theoretical ( =0.181)

EVT-POT: �t GPD pe excedente

SFM_ch2_extreme_value

Statistica Piet,elor Financiare

https://github.com/QuantLet/Stat_fin_markets/tree/master/Ch_02/SFM_ch2_extreme_value


Exercit, ii de Calcul 27

Exercit, iul 1: Skew-t Hansen � Interpretare
⊡ Problem : Skew-t Hansen cu ν = 5, λ = −0.3, σ = 1%.
⊡ Calculat, i:

1. VaR la 1% sub skew-t vs Student-t simetric 
2. Interpretat, i diferent,a în contextul managementului riscului
3. Ce se întâmpl  cu VaR-ul dac  λ trece de la −0.3 la +0.3?

Statistica Piet,elor Financiare
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Exercit, iul 1: Solut, ie
⊡ Comparat

,
ie VaR la 1% (σ = 1%):

Distribut
,
ie VaR 1%

Normal 2.33%

Student-t(ν = 5) 3.36%

Skew-t(λ = −0.3) 3.89%

Skew-t(λ = +0.3) 2.91%

⊡ Interpretare:

⊡ λ < 0: VaR cres,te (coada stâng  mai grea)
⊡ λ > 0: VaR scade pe coada stâng 
⊡ Diferent,a skew-t vs t simetric : ∼ 16%
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Hansen's skew-t PDF ( = 5, various )

= 0 (symmetric) = 0.3 (left skew) = 0.3 (right skew) = 0.6 (strong left skew)

Skew-t: coada stâng  mai grea (λ < 0)

SFM_ch2_asymmetric_distributions
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Exercit, iul 2: Estimatorul Hill
⊡ Problem : Din n = 1000 observat, ii, cele mai mari 20 valori absolute: x(1) = 5.21, x(2) = 4.87,

. . . , x(20) = 2.31, x(21) = 2.15.
⊡ Calculat, i:

1. Estimatorul Hill cu k = 20
2. Indicele de coad  α̂tail = 1/ξ̂
3. Ce momente exist  dac  α̂ ≈ 2.4?

Statistica Piet,elor Financiare
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Exercit, iul 2: Solut, ie
⊡ 1. Estimatorul Hill:

ξ̂(k) =
1
k

k∑
i=1

ln
x(i)

x(k+1)

⊡ Cu k = 20, x(21) = 2.15:
⊡ Fie

∑
ln(x(i)/2.15) = 8.42

ξ̂ = 8.42/20 = 0.421

⊡ 2. Indicele: α̂ = 1/0.421 = 2.37

⊡ 3. Momente: E[|X |p] < ∞ dac  p < α

⊡ Media (p = 1): exist 
⊡ Variant,a (p = 2): exist 
⊡ Kurtosis (p = 4): nu exist 
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Exercit, iul 3: EVT-POT � VaR s, i ES

⊡ Problem : n = 2000 pierderi, prag u la percentila 97% (u = 2.1%), Nu = 60, GPD �t: ξ̂ = 0.25,
β̂ = 0.8%.

⊡ Calculat, i:

1. VaR-POT la α = 0.5%
2. ES-POT la α = 0.5%
3. Comparat, i cu VaR Normal
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Exercit, iul 3: Solut, ie
⊡ 1. VaR-POT:

VaRα = u +
β̂

ξ̂

[(
n

Nu
α

)−ξ̂

− 1

]

⊡ = 2.1%+ 3.2%[0.1667−0.25 − 1]
⊡ = 2.1%+ 3.2%× 0.565 = 3.91%

⊡ 2. ES-POT:

ESα =
VaR

1− ξ̂
+

β̂ − ξ̂u

1− ξ̂
= 5.58%

⊡ 3. VaR Normal la 0.5%: 3.09%
⊡ Raport: EVT/Normal = 1.27×

95.0% 99.0% 99.9%
Confidence level

0.00

0.01

0.02

0.03

0.04

0.05

0.06

0.07

Va
R

 (l
os

s)

0.0
18

7

0.0
35

8

0.0
70

8

0.0
19

9

0.0
28

2

0.0
37

5

0.0
18

7

0.0
34

8

0.0
73

9A. Value-at-Risk Comparison

EVT (GPD) Normal Empirical

95.0% 99.0% 99.9%
Confidence level

0.00

0.02

0.04

0.06

0.08

ES
 (l

os
s)

0.0
29

8

0.0
50

7

0.0
93

5

0.0
25

0
0.0

32
3

0.0
40

9

0.0
29

8

0.0
50

6

0.0
95

2

Portfolio = 1M EUR
 Level        EVT     Normal     Empir.
----------------------------------------
 95.0%     29,850     24,957     29,847
 99.0%     50,750     32,317     50,602
 99.9%     93,516     40,890     95,179

B. Expected Shortfall Comparison

EVT (GPD) Normal Empirical

EVT: VaR s,i ES mai conservatoare
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Exercit, iul 4: GED � probabilit t, i de coad 
⊡ Problem : GED cu ν̂ = 1.3 ajustat  pe randamente cu σ = 1%.
⊡ Calculat, i:

1. P(|X | > 3σ) sub GED(1.3) vs Normal
2. P(|X | > 5σ) sub GED(1.3) vs Normal
3. Interpretat, i diferent,ele pentru managementul riscului
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Exercit, iul 4: Solut, ie
⊡ Probabilit t

,
i de coad :

Eveniment Normal GED(1.3)

|X | > 3σ 0.27% 1.08%

|X | > 5σ 5.7× 10−5% 0.042%

⊡ Rapoarte:

⊡ La 3σ: GED = 4× mai probabil
⊡ La 5σ: GED = 737× mai probabil

⊡ ⇒ GED capteaz  �Black Swan�-urile pe care
distribut, ia normal  le ignor .
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B. Left Tail: P(X < -x)

Empirical
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GED
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Cozile grele: evenimentele extreme sunt mult mai frecvente
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Exercit, iu Python 1: Fit GED s, i Skew-t

⊡ Sarcin :

1. Ajustat, i GED pe randamentele S&P 500 cu scipy.stats.gennorm

2. Interpretat, i parametrul de form  ν̂
3. Comparat, i VaR la 1%: GED vs Normal vs Student-t

⊡ Cod cheie:

from scipy.stats import gennorm

beta_ged, loc_ged, scale_ged = gennorm.fit(returns)

print(f"GED shape (nu): {beta_ged:.3f}")

var_ged = -gennorm.ppf(0.01, beta_ged, loc_ged, scale_ged)
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Exercit, iu Python 2: Mean Excess Plot s, i Fit GPD

⊡ Sarcin :

1. Construit, i gra�cul Mean Excess s, i aleget, i pragul u
2. Ajustat, i GPD pe excedente cu scipy.stats.genpareto

3. Calculat, i VaR-POT s, i ES-POT

⊡ Cod cheie:

from scipy.stats import genpareto

losses = -returns[returns < 0].values

u = np.quantile(losses, 0.95)

exceedances = losses[losses > u] - u

xi, _, beta = genpareto.fit(exceedances, floc=0)

var_pot = u + (beta/xi)*((n/n_exceed * alpha)**(-xi) - 1)
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Exercit, iu Python 3: Hill Plot

⊡ Sarcin :

1. Construit, i Hill plot-ul pe pierderi
2. Identi�cat, i zona de platou s, i estimat, i ξ̂
3. Calculat, i indicele de coad  α̂ = 1/ξ̂

⊡ Funct
,
ii cheie:

⊡ np.sort(losses)[::-1] pentru sortare descresc toare
⊡ np.mean(np.log(top_k / threshold)) pentru estimator Hill
⊡ Zona stabil : de obicei k ≈ 5%�10% din n
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Discut, ie 1: Alegerea pragului EVT

⊡ Scenariu: Aplicat, i EVT-POT pe randamentele Bitcoin. Pragul la percentila 90% d  ξ̂ = 0.35
(Nu = 200), iar la percentila 99% d  ξ̂ = 0.52 (Nu = 20).

⊡ Întreb ri:

1. De ce cele dou  estim ri difer  semni�cativ?
2. Ce prag at, i alege s, i de ce?
3. Ce rol joac  compromisul bias�variant, ?
4. Cum at, i valida alegerea pragului?
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Discut, ie 2: Asimetria pierderilor

⊡ Scenariu: Pe S&P 500, estimat, i: coada stâng  ξ̂L = 0.28, coada dreapt  ξ̂R = 0.18. Pe Bitcoin:
ξ̂L = 0.35, ξ̂R = 0.33.

⊡ Întreb ri:

1. Ce semni�c  ξ̂L > ξ̂R pe act, iuni?
2. De ce Bitcoin are cozi aproape simetrice?
3. Ce implicat, ii are pentru strategiile de hedging?
4. Cum se leag  aceast  asimetrie de efectul levier?

⊡ Indiciu: Gândit, i-v  la mecanismele de piat,  diferite (panic selling vs FOMO).
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Exercit, iu AI: Gândire critic 
Prompt de testat în ChatGPT / Claude / Copilot

�Descarc  de pe Yahoo Finance datele zilnice S&P 500 din 2000 pân  în 2025. Calculeaz  log-randamentele negative

(pierderi). Construies,te Mean Excess plot. Alege pragul optim. Ajusteaz  GPD pe excedente. Construies,te Hill plot.

Calculeaz  VaR-POT s, i ES-POT la 0.5% s, i 1%. Compar  cu VaR Normal s, i Student-t. Vreau cod Python complet cu

gra�ce.�

⊡ Exercit
,
iu:

1. Rulat, i prompt-ul într-un LLM la alegere s, i analizat, i critic r spunsul.
2. Cum alege pragul u? Folose³te Mean Excess plot sau o regul  arbitrar ?
3. genpareto.fit() este apelat cu floc=0? (F r , rezultatele sunt gres, ite.)
4. Hill plot-ul este construit corect (observat, ii ordonate descresc tor)?
5. ES-POT foloses,te formula corect  sau o aproximare?

Atent
,
ie: Codul generat de AI poate rula f r  erori s, i ar ta profesional. Asta nu înseamn  c  e corect.
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Concluzii Cheie de Ast zi
1. Skew-t capteaz  asimetria � parametrul λ < 0 re�ect  coada stâng  mai grea
2. GED generalizeaz  � ν < 2 înseamn  cozi mai grele decât distribut, ia normal 
3. EVT nu presupune o distribut

,
ie global  � modeleaz  doar coada

4. Hill estimator: α̂ = [ 1
k

∑
ln(X(i)/X(k+1))]

−1 estimeaz  indicele de coad 
5. Mean Excess plot liniar ⇒ coad  de tip Pareto (GPD cu ξ > 0)
6. VaR-EVT > VaR-Normal � cu cât nivelul e mai extrem, cu atât diferent,a cres,te

Urm torul Seminar

Select, ia Modelului s, i Backtesting VaR
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Surse de Date s, i Software

Instrumente Software

⊡ scipy.stats � GPD �t, distribut, ii parametrice
⊡ arch � Skew-t, GED (pachetul arch.univariate.distribution)
⊡ yfinance � Desc rcare date �nanciare
⊡ matplotlib, seaborn � Vizualizare

Date s, i Exemple

⊡ S&P 500, BET, Bitcoin � desc rcate via yfinance

⊡ Notebook-uri Jupyter disponibile pe GitHub (QuantLet)
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Exercit, iu de Replicare: McNeil & Frey (2000)

Obiectiv

Replicat, i analiza EVT-POT din McNeil & Frey (2000) pe date actuale.

1. Desc rcat, i randamentele zilnice S&P 500 (ultimii 20 ani, ∼5000 obs.)
2. Calculat, i log-pierderile negative s, i construit, i Mean Excess plot
3. Aleget, i pragul u (percentila 95%) s, i ajustat, i GPD pe excedente
4. Construit, i Hill plot-ul s, i estimat, i indicele de coad  α̂

5. Calculat, i VaR-POT s, i ES-POT la 0.5% s, i 1%

6. Întrebare: Cum se compar  ξ̂ pre-2008 vs post-2008?

Ref: McNeil, A.J. & Frey, R. (2000). �Estimation of tail-related risk measures,� Journal of Empirical Finance, 7(3-4), 271�300.
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Tem  pentru acas : Seminar 3

Obiectiv

Aplicat, i analiza cozilor grele pe randamentele indicelui BET.

1. Desc rcat, i randamentele zilnice BET din ultimii 10 ani
2. Ajustat, i Skew-t (Hansen) s, i GED prin MLE, comparat, i cu Normal/Student-t
3. Construit, i Hill plot-ul s, i estimat, i indicele de coad  α̂

4. Construit, i Mean Excess plot-ul s, i aleget, i pragul u
5. Ajustat, i GPD pe excedente, calculat, i VaR-POT s, i ES-POT la 1%
6. Comparat, i VaR: Normal vs Student-t vs EVT-GPD (tabel)

7. Întrebare: BET are cozi mai grele sau mai subt, iri decât S&P 500?
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V  mult,umesc! Întreb ri? Materialele seminarului sunt disponibile la:

https://danpele.github.io/SFM/ Quantlet Quantinar
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