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Obiective de învăt,are

La sfârs, itul acestui capitol, vet, i putea să:

1. Definit, i seriile de timp s, i să le diferent, iat, i de datele transversale s, i de panel
2. Descompunet, i seriile de timp în componente de trend-ciclu, sezonalitate s, i reziduuri
3. Aplicat, i metodele de netezire exponent, ială: SES (Simple Exponential Smoothing), Holt,

Holt-Winters
Cadrul ETS (Error-Trend-Seasonality) pentru select, ia automată a modelului

4. Evaluat, i prognozele folosind MAE (Mean Absolute Error), RMSE (Root Mean Squared Error)
Metrici procentuale: MAPE (Mean Absolute Percentage Error), sMAPE (symmetric MAPE)

5. Implementat, i separarea antrenare/validare/test s, i validarea încrucis,ată
6. Modelat, i sezonalitatea folosind variabile dummy sau termeni Fourier
7. Eliminat, i trendul s, i sezonalitatea prin metode adecvate
8. Diferent, iat, i între trendurile deterministe s, i stochastice

Analiza s, i Prognoza Seriilor de Timp
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Cuprins

⊡ Motivat, ie

⊡ Ce Este o Serie de timp?
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⊡ Modelarea sezonalităt, ii
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⊡ Proprietăt, i în Es,antion Mic vs. Asimptotice
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Seriile de timp sunt pretutindeni
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TSA_ch0_real_data

⊡ Finant,e: Pret,uri act, iuni, cursuri valutare, volume
⊡ Economie: PIB (Produs Intern Brut), s,omaj, rate ale inflat, iei
⊡ Afaceri: Vânzări, trafic web, cerere
⊡ S, tiint,ă: Temperatură, poluare, semne vitale
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De ce studiem seriile de timp?
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TSA_ch0_real_data

Obiectiv principal: prognoza

⊡ Folosim tiparele istorice pentru a prognoza valori viitoare
⊡ Esent, ial pentru planificarea afacerilor, managementul riscului s, i deciziile de politică
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Înt,elegerea structurii seriilor de timp
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Descompunere

⊡ Majoritatea seriilor de timp pot fi descompuse în: trend-ciclu + sezonalitate + zgomot
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Serie de timp: ilustrat, ie conceptuală
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TSA_ch0_definition

Elemente fundamentale

⊡ Notat, ie formală: Xt = valoarea la momentul t, t ∈ {1, 2, . . . ,T}
⊡ Autocorelat, ie: ρk = Corr(Xt ,Xt−k) — măsoară dependent,a temporală
⊡ Funct, ia ACF (Autocorrelation Function) cuantifică această dependent,ă
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Definit, ia unei serii de timp

Definit, ie 1 (Serie de timp)

⊡ Serie de timp: secvent,ă de observat, ii {Xt} indexate după timp: {Xt : t ∈ T } unde T este o
mult, ime de indici reprezentând momente de timp

Caracteristici

⊡ Ordonate: ordine temporală naturală
⊡ Dependente: observat, iile consecutive sunt

corelate
⊡ Discrete/Continue: t = 1, 2, 3, . . .

Notat, ie

⊡ Xt : observat, ia la momentul t
⊡ {Xt}Tt=1: serie cu T observat, ii
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Tipare comune în seriile de timp
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TSA_ch0_definition

Tipuri de tipare

⊡ Trend: cres,tere sau scădere pe termen lung
⊡ Sezonier: tipare periodice regulate
⊡ Ciclic: fluctuat, ii pe termen mediu (2–10 ani)
⊡ Aleatoriu: fluctuat, ii imprevizibile
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Exemplu practic: date financiare reale
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S&P 500 (2024)

⊡ Frecvent,ă zilnică: ≈ 252 zile de tranzact, ionare/an
⊡ Caracteristici observate: trend ascendent, volatilitate grupată
⊡ Persistent,ă: efectul de inert, ie în pret,uri

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch0/TSA_ch0_definition


Ce Este o Serie de timp? 11

Tipuri de date: comparat, ie
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Tip de Date Unităt, i (N) Timp (T ) Exemplu

Transversale Multe 1 Sondaj pe 1000 gospodării
Serie de timp 1 Multe Pret,uri zilnice S&P 500
Panel Multe Multe PIB-ul a 50 t,ări, 20 ani

TSA_ch0_definition

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch0/TSA_ch0_definition


Ce Este o Serie de timp? 12

Exemple de date de tip serie de timp
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Date financiare reale

⊡ Sursă: Yahoo Finance (2019–2025), normalizate la baza 100
⊡ Bitcoin: cel mai volatil
⊡ Aur: cel mai stabil
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Descompunerea seriilor de timp: exemplu vizual
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TSA_ch0_decomposition

Componente explicate

⊡ Original: seria observată
⊡ Trend-Ciclu: mis,care pe termen lung
⊡ Sezonier: tipar periodic
⊡ Reziduu: zgomot aleatoriu
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De ce descompunem o serie de timp?
Obiective

⊡ Înt,elegerea tiparelor subiacente
⊡ Eliminarea sezonalităt, ii pentru modelare
⊡ Identificarea direct, iei trendului
⊡ Izolarea fluctuat, iilor neregulate
⊡ Îmbunătăt, irea acuratet, ii prognozei

Componente

⊡ Tt : Trend-Ciclu
▶ Mis,care pe termen lung

⊡ St : Sezonier
▶ Tipar periodic regulat

⊡ εt : Reziduu
▶ Zgomot aleatoriu

Modele clasice de descompunere

⊡ Aditiv: Xt = Tt + St + εt
▶ Amplitudine sezonieră constantă

⊡ Multiplicativ: Xt = Tt × St × εt
▶ Amplitudine sezonieră cres,te cu nivelul
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Componenta ciclică
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TSA_ch0_decomposition

Caracteristici

⊡ Durată: fluctuat, ii pe termen mediu (2–10
ani)

⊡ Aperiodic: fără perioadă fixă (vs sezonalitate)
⊡ Origine: reflectă ciclurile economice

În practică

⊡ Combinare: ciclul combinat cu trendul
⊡ Dificultate: greu de identificat în serii scurte
⊡ Solut, ie: de obicei absorbit în trend-ciclu
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Descompunere aditivă: vizualizare
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TSA_ch0_decomposition

Interpretare

⊡ Descompunere: Original = Trend + Sezonier + Reziduu
⊡ Proprietate: amplitudine sezonieră constantă, nu depinde de nivel
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Modelul de descompunere aditivă

Model
⊡ Ecuat, ie: Xt = Tt + St + εt

▶ Componentele se adună pentru a forma seria observată

Când să folosim

⊡ Fluctuat, ii sezoniere constante
▶ Amplitudinea nu depinde de nivel

⊡ Variant,a seriei stabilă
▶ Măsoară dispersia în jurul mediei
▶ Estimator: s2 = 1

n−1

∑n
i=1(xi − x̄)2

Proprietăt, i

⊡ Eroare: E[εt ] = 0 (medie zero)
⊡ Sezonier:

∑s
j=1 Sj = 0 (suma sezonală e

zero)
⊡ Unităt, i: St sunt aceleas, i ca Xt
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Descompunere multiplicativă: date reale
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Exemplu

⊡ Date Box-Jenkins: pasageri lunari (1949–1960)
⊡ Amplitudinea sezonieră cres,te cu nivelul

TSA_ch0_decomposition
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Modelul de descompunere multiplicativă
Model
⊡ Ecuat, ie: Xt = Tt × St × εt
⊡ Componentele se înmult,esc pentru a forma seria observată

Când să folosim

⊡ Fluctuat, ii crescătoare: sezonalitatea cres,te
cu nivelul

⊡ Heteroscedasticitate: variant,a cres,te în timp
⊡ Exemple: date economice/financiare

Proprietăt, i

⊡ Eroare: E[εt ] = 1 (centrat la 1)
⊡ Sezonier: 1

s

∑s
j=1 Sj = 1 (media e 1)

⊡ Unităt, i: St este raport adimensional

Sfat

⊡ Transformare logaritmică: multiplicativ ⇒ aditiv
⊡ logXt = logTt + log St + log εt

Analiza s, i Prognoza Seriilor de Timp



Descompunerea seriilor de timp 20

Aditivă vs multiplicativă: comparat, ie
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TSA_ch0_decomposition

Diferent,a

⊡ Multiplicativ: componenta sezonieră este un raport, centrată la valoarea 1
⊡ Aditiv: componenta sezonieră în unităt, i absolute, centrată la valoarea 0
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Media mobilă centrată: ilustrat, ie vizuală
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Interpretare

⊡ Netezire: elimină fluctuat, iile pe termen scurt
⊡ Rezultat: dezvăluie trendul subiacent

TSA_ch0_definition
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Estimarea trendului: media mobilă

Definit, ie 2 (media mobilă centrată)

⊡ Media mobilă centrată de ordin 2q + 1:

T̂t =
1

2q + 1

q∑
j=−q

Xt+j (1)

Pentru date sezoniere

⊡ Perioada s impară
▶ Se foloses,te medie simplă

⊡ Perioada s pară
▶ 2 × s MA cu ponderi jumătate

Proprietăt, i

⊡ Netezire: elimină sezonierul & aleatoriul
⊡ Fereastră mare ⇒ estimare mai netedă
⊡ Dezavantaj: pierdere de date la extremităt, i
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Indici sezonieri: interpretare
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Interpretare

⊡ St > 1: activitate peste medie; St < 1: sub medie
⊡ Vârf al călătoriilor în iulie–august

TSA_ch0_seasonal
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Algoritmul descompunerii clasice

Pas, i pentru descompunerea multiplicativă

⊡ Pasul 1 ⇒ Estimare Trend: T̂t = MAs(Xt)
▶ Medie mobilă centrată de ordinul perioadei sezoniere

⊡ Pasul 2 ⇒ Eliminarea trendului: Dt = Xt/T̂t

⊡ Pasul 3 ⇒ Estimare Sezonier: Ŝj = media(Dt pentru sezonul j)
⊡ Pasul 4 ⇒ Normalizare: scalare astfel încât 1

s

∑s
j=1 Ŝj = 1

⊡ Pasul 5 ⇒ Calcul Reziduuri: ε̂t = Xt/(T̂t × Ŝt)

Notă

⊡ Pentru descompunere aditivă: operat, iile se modifică
▶ Împărt, ire ⇒ scădere
▶ Înmult, ire ⇒ adunare
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Descompunerea STL: ilustrat, ie vizuală
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Principiu

⊡ STL (Seasonal-Trend decomposition using LOESS): separă trend + sezonier + rest
⊡ Foloses,te regresie locală ponderată LOESS (LOcally Estimated Scatterplot Smoothing)

TSA_ch0_decomposition
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Descompunerea STL: o abordare modernă

Definit, ie 3 (STL - Descompunere Sezonier-Trend folosind LOESS)

⊡ STL: foloses,te regresie locală ponderată (LOESS): Xt = Tt + St + Rt

Avantaje

⊡ Flexibilitate: orice perioadă sezonieră
⊡ Variabilitate: sezonalitatea poate evolua în

timp
⊡ Robustet,e: rezistentă la valori extreme
⊡ Netezire: estimări netede ale trendului

Parametri

⊡ period: perioada sezonieră
▶ Ex: 12 pentru date lunare, 4 pentru

trimestriale
⊡ seasonal: fereastra de netezire
⊡ robust: ponderare redusă pentru valori

aberante
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Netezirea cu media mobilă
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Moving average: smoothing
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Compromisul dimensiunii ferestrei

⊡ Fereastră mică: reactivă dar zgomotoasă
▶ Captează schimbări rapide, dar amplifică zgomotul

⊡ Fereastră mare: netedă dar cu întârziere
▶ Elimină zgomotul, dar react, ionează lent

TSA_ch0_definition
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Netezirea exponent, ială: prezentare generală

Definit, ie

⊡ Netezirea exponent, ială: medii ponderate ale observat, iilor trecute
▶ Ponderile scad exponent, ial în timp
▶ Observat, iile recente primesc ponderi mai mari

De ce netezire exponent, ială?

⊡ Simplă: us,or de implementat s, i înt,eles
▶ Un singur parametru de netezire

⊡ Adaptivă: ponderi mai mari pentru date recente
⊡ Versatilă: gestionează trend s, i sezonalitate

Trei metode principale

⊡ SES (Simple Exponential Smoothing): doar
nivel
▶ Cea mai simplă metodă exponent, ială

⊡ Holt: nivel + trend
▶ Captează direct, ia de evolut, ie

⊡ Holt-Winters: + sezonalitate
▶ Model complet cu toate componentele
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Netezirea exponent, ială simplă: efectul lui α
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Simple Exponential Smoothing
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Compromis

⊡ α mic ⇒ prognoze netede
▶ Mai multă pondere pe istoria îndepărtată

⊡ α mare ⇒ urmăres,te datele
▶ React, ie rapidă la schimbări recente

TSA_ch0_smoothing
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Netezirea exponent, ială simplă (SES)

Model
⊡ Ecuat, ie: X̂t+1|t = αXt + (1 − α)X̂t|t−1

▶ α ∈ (0, 1) este parametrul de netezire

Cum funct, ionează

⊡ Principiu: ponderile scad exponent, ial
⊡ α mare

▶ Prognoză reactivă la schimbări
⊡ α mic

▶ Prognoză mai netedă, stabilă

Forma cu nivel

⊡ Ecuat, ie: ℓt = αXt + (1 − α)ℓt−1

▶ ℓt = nivelul estimat la momentul t
▶ Prognoză: X̂t+h|t = ℓt (constantă)
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SES: exemplu numeric pas cu pas
Date: Vânzări lunare (mii EUR)
⊡ Date: X1 = 100, X2 = 110, X3 = 105, X4 = 115, X5 = 120 (α = 0.3, X̂1|0 = 100)

Calcul iterativ: X̂t+1|t = αXt + (1 − α)X̂t|t−1

t Xt X̂t|t−1 et Calcul X̂t+1|t

1 100 100.00 0.00 0.3 × 100 + 0.7 × 100 = 100.00
2 110 100.00 10.00 0.3 × 110 + 0.7 × 100 = 103.00
3 105 103.00 2.00 0.3 × 105 + 0.7 × 103 = 103.60
4 115 103.60 11.40 0.3 × 115 + 0.7 × 103.6 = 107.02
5 120 107.02 12.98 0.3 × 120 + 0.7 × 107.02 = 110.91

Prognoză s, i evaluare

⊡ Prognoză: X̂6|5 = 110.91
⊡ Metrici: MAE = 7.28, RMSE = 8.97
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Metoda Holt: vizualizare
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TSA_ch0_smoothing

Interpretare

⊡ Metoda Holt: captează nivelul s, i trendul, le proiectează în orizontul de prognoză
⊡ α: controlează schimbări de nivel
⊡ β∗: controlează schimbări de trend

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch0/TSA_ch0_smoothing
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Metoda Holt cu trend liniar

Ecuat, ii

⊡ Nivel: ℓt = αXt + (1 − α)(ℓt−1 + bt−1)
⊡ Trend: bt = β∗(ℓt − ℓt−1) + (1 − β∗)bt−1

⊡ Prognoză: X̂t+h|t = ℓt + h · bt
▶ Extrapolează trendul liniar pe h pas, i

Parametri

⊡ α: netezire nivel
▶ Controlează reactivitatea la schimbări de

nivel
⊡ β∗: netezire trend

▶ Controlează reactivitatea la schimbări de
pantă

Componente

⊡ ℓt : nivel estimat
▶ Media locală a seriei

⊡ bt : trend estimat (pantă)
▶ Rata de cres,tere/descres,tere

Analiza s, i Prognoza Seriilor de Timp
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Holt-Winters: captarea sezonalităt, ii
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TSA_ch0_smoothing

Observat, ie

⊡ Descompunere completă: separă nivel, trend s, i sezonier
⊡ Prognoze sezoniere: include atât trend cât s, i tipar periodic

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch0/TSA_ch0_smoothing
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Metoda sezonieră Holt-Winters

Ecuat, ii (sezonalitate aditivă)

⊡ Nivel: ℓt = α(Xt − St−s) + (1 − α)(ℓt−1 + bt−1)
⊡ Trend: bt = β∗(ℓt − ℓt−1) + (1 − β∗)bt−1

⊡ Sezonier: St = γ(Xt − ℓt) + (1 − γ)St−s

⊡ Prognoză: X̂t+h|t = ℓt + h · bt + St+h−s(k+1)
▶ Unde k = ⌊(h − 1)/s⌋

Parametri

⊡ α — nivel
⊡ β∗ — trend
⊡ γ — sezonier
⊡ s — perioadă sezonieră

▶ Tot, i în (0, 1); estimat, i prin minimizarea erorii

Analiza s, i Prognoza Seriilor de Timp
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Cadrul ETS: eroare-trend-sezonalitate
Definit, ie 4 (Modele ETS)

⊡ Cadrul ETS: generalizează netezirea exponent, ială: ETS(E ,T , S)

Componentă N A M

Eroare (E) – aditivă multiplicativă
Trend (T) Niciunul Aditiv Multiplicativ
Sezonier (S) Niciunul Aditiv Multiplicativ

Exemple

⊡ ETS(A,N,N): Netezire exponent, ială simplă ⇒ doar nivel, fără trend sau sezonalitate
⊡ ETS(A,A,N): Metoda Liniară Holt ⇒ nivel + trend aditiv
⊡ ETS(A,A,A): Holt-Winters aditivă ⇒ nivel + trend + sezonalitate aditivă
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TSA_ch0_smoothing

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch0/TSA_ch0_smoothing
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Select, ia modelului ETS
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TSA_ch0_smoothing

Select, ie automată

⊡ Criterii informat, ionale: AIC (Akaike Information Criterion), BIC (Bayesian Information Criterion)
⊡ Select, ie optimală: echilibru între ajustare s, i complexitate

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch0/TSA_ch0_smoothing
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Metode cu trend amortizat

Parametrul de amortizare
⊡ Parametru: ϕ ∈ (0, 1)

▶ Previne extrapolarea excesivă a trendului
▶ Trendul converge către o constantă

Ecuat, ii

⊡ Nivel: ℓt = αXt + (1 − α)(ℓt−1 + ϕbt−1)
⊡ Trend: bt = β∗(ℓt − ℓt−1) + (1 − β∗)ϕbt−1

⊡ Prognoză: X̂t+h|t = ℓt + ϕ 1−ϕh

1−ϕ
bt

Comportament asimptotic

⊡ Asimptotic: când h → ∞, prognoza → constantă
▶ Previne extrapolare nerealistă pe termen lung

⊡ Avantaj: adesea mai bună pentru orizonturi lungi

Analiza s, i Prognoza Seriilor de Timp
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Evaluarea prognozei: exemplu vizual

0 20 40 60 80 100
Time

50

60

70

Va
lu

e

Model comparison

Training
Test
Model 1
Model 2

MAE RMSE MAPE
0

2

4

Va
lu

e

Error metrics

Model 1
Model 2

Observat, ii

⊡ Sus: actual vs. prognoză — evaluare vizuală a calităt, ii prognozei
⊡ Jos: reziduuri — medie zero, variant,ă constantă, fără tipar

TSA_ch0_forecast_eval

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch0/TSA_ch0_forecast_eval
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Metrici de acuratet,e a prognozei
Eroarea de prognoză

⊡ Definit, ie: et = Xt − X̂t (actual minus prezis)
▶ Pozitivă ⇒ subestimează; Negativă ⇒ supraestimează

Dependente de scală

⊡ MAE: 1
n

∑
|et |

⊡ MSE (Mean Squared Error): 1
n

∑
e2
t

⊡ RMSE:
√

MSE

Independente de scală

⊡ MAPE: 100
n

∑∣∣∣ et
Xt

∣∣∣
⊡ sMAPE: 100

n

∑ |et |
(|Xt |+|X̂t |)/2

Ce să folosim?

⊡ Aceeas, i serie: RMSE, MAE ⇒ comparare modele pe aceleas, i date
⊡ Între serii diferite: MAPE, sMAPE ⇒ metrici procentuale, independente de scală

Analiza s, i Prognoza Seriilor de Timp
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Compararea metodelor de prognoză
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Interpretare

⊡ Stânga: Prognoze SES, Holt, Holt-Winters
⊡ Dreapta: Metrici de eroare — comparat, ie vizuală s, i cantitativă

TSA_ch0_forecast_eval

Analiza s, i Prognoza Seriilor de Timp
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Diagnosticarea reziduurilor: vizualizare
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TSA_ch0_forecast_eval

Ce să verificăm

⊡ Grafic temporal: fără tipare sistematice
⊡ Histogramă: verificare normalitate
⊡ ACF: fără autocorelat, ie semnificativă
⊡ Grafic Q-Q: confirmare normalitate

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch0/TSA_ch0_forecast_eval
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Diagnosticarea reziduurilor

Proprietăt, i ale reziduurilor

⊡ Medie zero: E[et ] = 0
▶ Prognoza nu are eroare sistematică

⊡ Necorelate: Cov(et , et−k) = 0
▶ Nu rămâne informat, ie neexploatată

⊡ Variant,ă constantă: Var(et) = σ2

⊡ Distribuite normal: pentru intervale de
încredere

Teste de diagnostic

⊡ Testul Ljung-Box (autocorelat, ie):

▶ Q = T (T + 2)
∑h

k=1
ρ̂2
k

T−k
∼ χ2

h

▶ Ajustare: Pentru reziduurile unui model
ARMA(p,q), gradele de libertate se
ajustează: Q ∼ χ2

h−p−q

⊡ Testul Jarque-Bera (normalitate):
▶ JB = T

6

(
S2 + (K−3)2

4

)
∼ χ2

2

▶ S = asimetrie, K = kurtosis

Analiza s, i Prognoza Seriilor de Timp



Evaluarea prognozei 44

Validarea încrucis,ată pentru serii de timp

De ce nu CV standard?

⊡ Dependent,ă temporală: observat, iile sunt
corelate

⊡ Ordinea contează: trebuie respectată
cronologia

⊡ K-fold standard ⇒ scurgere informat, ională
(data leakage)

CV (cross-validation) cu origine mobilă

⊡ Pasul 1: antrenare pe {X1, . . . ,Xt}
⊡ Pasul 2: prognoză X̂t+h

⊡ Pasul 3: incrementare t, repetare

0 20 40 60 80 100
Time

Fold 5

Fold 4

Fold 3

Fold 2

Fold 1

Time Series Cross-Validation (Expanding Window)

Training Validation

TSA_ch0_forecast_eval
Analiza s, i Prognoza Seriilor de Timp
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Separarea antrenare / validare / test
Set de antrenare

⊡ Estimarea parametrilor
modelului

⊡ Cea mai mare port, iune
(60–80%)

⊡ Folosit pentru estimare

Set de validare

⊡ Ajustarea hiperparametrilor
⊡ Compararea modelelor
⊡ Selectarea celei mai bune

abordări

Set de Test

⊡ Doar evaluare finală
⊡ Nu se foloses,te pentru

ajustare
⊡ Evaluare obiectivă a

performant,ei

0 20 40 60 80 100
Percentage of Data

Train / Validation / Test Split

Training Validation Test

TSA_ch0_forecast_eval

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch0/TSA_ch0_forecast_eval
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Fluxul de lucru pentru dezvoltarea modelului

1. Antrenare 2. Validare 3. Selectare 4. Test Final

Iterare

Foloses,te datele de
antrenare pentru

estimarea parametrilor

Compară modelele
pe setul de validare

Alege modelul
cu cele mai
bune metrici

Raportează
performant,a obiectivă

Regulă critică

⊡ Nu folosit, i setul de test pentru select, ie.
▶ Folosit, i doar pentru evaluare finală

⊡ Evitat, i scurgerea informat, ională
▶ Estimări prea optimiste ale performant,ei

Analiza s, i Prognoza Seriilor de Timp
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Date reale: compararea prognozelor
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TSA_ch0_forecast_eval

Interpretare

⊡ Date: pasageri companii aeriene
⊡ Cel mai bun: Holt-Winters multiplicativă
⊡ Ideal pentru date cu sezonalitate crescătoare

Analiza s, i Prognoza Seriilor de Timp
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Performant,a prognozei pe diferite seturi de date
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Interpretare

⊡ Serii diferite: necesită modele diferite
⊡ Date sezoniere: preferat, i metode sezoniere
⊡ Nu există model universal: testat, i mai multe abordări

Analiza s, i Prognoza Seriilor de Timp
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Variabile dummy vs termeni Fourier
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TSA_ch0_seasonal

Comparat, ie

⊡ Variabile dummy: captează orice formă, necesită s − 1 parametri
⊡ Termeni Fourier: doar 2K parametri, tipare netede, sinusoidale

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch0/TSA_ch0_seasonal
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Modelarea sezonalităt, ii: două abordări
1. Variabile dummy

⊡ Model: Xt = µ+
∑s−1

j=1 γjDjt + εt
⊡ Djt = 1 dacă t în sezonul j
⊡ s − 1 parametri
⊡ Orice tipar sezonier

2. Termeni Fourier
⊡ Model:

Xt = µ+
K∑

k=1

[
αk sin

(2πkt
s

)
+ βk cos

(2πkt
s

)]
⊡ Funct, ii sinusoidale
⊡ 2K parametri
⊡ Tipare netede

Analiza s, i Prognoza Seriilor de Timp
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Alegerea între dummy s, i Fourier

Criteriu Dummy Fourier

Parametri (lunar) 11 2K (adesea 4–6)
Tipar sezonier Orice formă Neted/sinusoidal
Interpretare Directă (efecte lunare) Componente de frecvent,ă
Sezoane de înaltă frecvent,ă Mult, i parametri Eficient
Sezonalitate multiplă Complex Us,or (adăugat, i termeni)

Recomandări

⊡ Folosit, i Dummy
▶ Tipare neregulate, coeficient, i interpretabili

⊡ Folosit, i Fourier
▶ Tipare netede, sezonalitate de înaltă frecvent,ă
▶ Utilizat în TBATS s, i Prophet
▶ TBATS: Trigonometric seasonality, Box-Cox, ARMA errors, Trend, Seasonal

Analiza s, i Prognoza Seriilor de Timp
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De ce eliminăm trendul s, i sezonalitatea?
Motive pentru eliminarea trendului

⊡ Cerint,a de stat, ionaritate
⊡ Focus pe fluctuat, ii
⊡ Evitarea regresiei false
⊡ Permiterea inferent,ei valide

Motive pentru desezonalizare

⊡ Dezvăluirea trendului subiacent
⊡ Comparat, ii între sezoane
⊡ Simplificarea modelării
⊡ Focus pe componenta neregulată

Important

⊡ Modelăm seria transformată
▶ Cu trendul s, i sezonalitatea eliminate

⊡ Inversăm transformarea
▶ Readucem prognoza la scala originală

Analiza s, i Prognoza Seriilor de Timp
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Metode de eliminare a trendului: comparat, ie
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TSA_ch0_detrending

De ret, inut

⊡ Metode diferite: produc reziduuri diferite
⊡ Alegere după tipul de trend: considerat, i obiectivele analizei

Analiza s, i Prognoza Seriilor de Timp
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Metode de eliminare a trendului

S, ase abordări comune de eliminare a trendului

⊡ Diferent, iere: ∆Xt = Xt − Xt−1

▶ Cea mai utilizată, elimină trend stochastic
⊡ Regresie liniară: T̂t = β̂0 + β̂1t
⊡ Polinomială: polinom de ordin superior
⊡ Filtru HP (Hodrick-Prescott): echilibru estimare vs netezime
⊡ Media mobilă: T̂t = MAq(Xt)
⊡ LOESS: regresie polinomială locală

Alegerea depinde de

⊡ Natura trendului
▶ Determinist vs stochastic

⊡ Scopul analizei
▶ Prognoză vs analiză descriptivă

Analiza s, i Prognoza Seriilor de Timp
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Estimarea trendului: abordări multiple
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TSA_ch0_detrending

Comparat, ie metode

⊡ Media mobilă: simplă dar cu întârziere
⊡ Regresie polinomială: flexibilă, parametrică
⊡ Filtrul HP: standard macroeconomic

Analiza s, i Prognoza Seriilor de Timp
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Filtrul HP: efectul lui λ
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TSA_ch0_detrending

Compromis

⊡ λ mic: trend flexibil — urmează datele îndeaproape
⊡ λ mare: trend neted — se apropie de trend liniar

Analiza s, i Prognoza Seriilor de Timp
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Filtrul Hodrick-Prescott (HP)

Definit, ie 5 (Filtrul HP)
⊡ Filtrul HP: descompune Xt în trend τt s, i ciclu ct : Xt = τt + ct

min
{τt}

{
T∑

t=1

(Xt − τt)
2 + λ

T−1∑
t=2

[(τt+1 − τt)− (τt − τt−1)]
2

}

Interpretare

⊡ Primul termen
▶ Ajustare la date

⊡ Al doilea termen
▶ Penalizare netezime

⊡ λ
▶ Controlează echilibrul între fidelitate s, i

netezime

Valori standard λ (Ravn-Uhlig)

⊡ Anual
▶ λ = 6.25

⊡ Trimestrial
▶ λ = 1600 (standard macroeconomic)

⊡ Lunar
▶ λ = 129600

Analiza s, i Prognoza Seriilor de Timp
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Filtrul HP: extragerea ciclului de afaceri
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TSA_ch0_detrending

Aplicat, ie

⊡ Macroeconomie: extragerea ciclurilor de afaceri
⊡ Serii comune: PIB, s,omaj, inflat, ie

Analiza s, i Prognoza Seriilor de Timp
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Filtrul HP: limitări

Probleme cunoscute

⊡ Instabilitate la extremităt, i
▶ Estimările trendului nesigure la început s, i

sfârs, it
⊡ Cicluri false

▶ Poate crea dinamici artificiale
⊡ Alegerea λ

▶ Rezultatele sensibile la parametru

Alternative

⊡ Filtre bandă: Baxter-King,
Christiano-Fitzgerald
▶ Izolează frecvent,e specifice

⊡ Filtrul Hamilton: bazat pe regresie
⊡ Componente neobservate: modele cu spat, iu de

stări

Critica lui Hamilton (2018)

⊡ Hamilton (2018) demonstrează că filtrul HP introduce componente ciclice false
⊡ Propune alternativa: regresia yt+h pe yt , yt−1, . . . , yt−p (implicit h = 8, p = 4 trimestrial)
⊡ Avantaj: nu necesită alegerea lui λ; nu suferă de probleme la capetele seriei

Analiza s, i Prognoza Seriilor de Timp
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Ajustare sezonieră: vizualizare
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Rezultat

⊡ Seria ajustată sezonier: dezvăluie trendul subiacent
⊡ Elimină fluctuat, iile periodice din seria originală

Analiza s, i Prognoza Seriilor de Timp
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Metode de eliminare a sezonalităt, ii

Patru abordări pentru eliminarea sezonalităt, ii

⊡ Diferent, iere sezonieră: ∆sXt = Xt − Xt−s

▶ Elimină tipar periodic, simplu de aplicat
⊡ Împărt, ire (multiplicativ): X adj

t = Xt/Ŝt

⊡ Scădere (aditiv): X adj
t = Xt − Ŝt

⊡ X-13ARIMA-SEATS: standard oficial US Census Bureau
▶ Metodă sofisticată, utilizată de institutele de statistică

Perioada sezonieră s

⊡ Lunar: s = 12 | Trimestrial: s = 4

Analiza s, i Prognoza Seriilor de Timp
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Exemplu: trend determinist
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TSA_ch0_detrending

Rezultat

⊡ Metodă: regresie
⊡ Rezultat: reziduuri stat, ionare, ACF scade rapid
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Trend determinist vs stochastic
Trend determinist

⊡ Model: Xt = β0 + β1t + εt
⊡ Caracteristici:

▶ Trendul este o funct, ie de timp
▶ εt este stat, ionar

⊡ Metodă: eliminarea trendului prin regresie

Trend stochastic

⊡ Model: Xt = Xt−1 + εt
⊡ Caracteristici:

▶ Componentă de mers aleatoriu
▶ ∆Xt este stat, ionar

⊡ Metodă: eliminarea trendului prin diferent, iere

Metodă gres, ită = probleme

⊡ Diferent, iere pe trend determinist ⇒ supra-diferent, iere
▶ Introduce dependent,ă artificială în serie

⊡ Regresie pe trend stochastic ⇒ regresie falsă
▶ Rezultate statistice invalide
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Exemplu: trend stochastic (mers aleatoriu)
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Rezultat

⊡ Metodă: diferent, iere
⊡ Rezultat: diferent,ele sunt stat, ionare (zgomot alb)
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Comparat, ie alăturată

0 20 40 60 80 100
Time

20

30

40

50

60

70

Va
lu

e

Deterministic Trend

0 20 40 60 80 100
Time

49

50

51

52

53

54

55

56

57

Va
lu

e

Stochastic Trend

Deterministic Stochastic

TSA_ch0_detrending

Ret, inet, i

⊡ Trend determinist: folosit, i regresie — trendul este o funct, ie predictibilă de timp
⊡ Trend stochastic: folosit, i diferent, iere — trendul cont, ine o componentă aleatoare
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Exercit, iu AI: Gândire critică
Prompt de testat în ChatGPT / Claude / Copilot

“Folosind yfinance, descarcă pret,urile lunare de închidere ale act,iunii Apple (AAPL) din 2015-01 până în 2024-12 (120

observat,ii). Descompune seria în trend, sezonalitate s, i reziduuri. Determină dacă e mai potrivită descompunerea aditivă

sau multiplicativă s, i prognozează pret,ul pentru următoarele 12 luni. Vreau cod Python complet cu grafice profesionale.”

Exercit, iu

1. Rulat, i prompt-ul într-un LLM la alegere s, i analizat, i critic răspunsul.
2. Ce tip de descompunere alege modelul? E corect? Justificat, i.
3. Cum evaluează calitatea prognozei? Metrica e calculată corect?
4. Verifică reziduurile — prezintă structură neexplicată?
5. Rescriet, i analiza corect s, i comparat, i cu un model de referint,ă sezonier naiv.

Atent, ie: Codul generat de AI poate rula fără erori s, i arăta profesional. Asta nu înseamnă că e corect.

Analiza s, i Prognoza Seriilor de Timp
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Rezumat

Ce am învăt,at în acest capitol

⊡ Definit, ia s, i Caracteristicile Seriei de Timp
▶ Secvent,ă de observat, ii ordonate temporal cu dependent,ă

⊡ Descompunere (Aditivă vs multiplicativă)
▶ Componente: Trend-Ciclu + Sezonier + Reziduu

⊡ Metode de Netezire Exponent, ială
▶ SES (nivel), Holt (+ trend), Holt-Winters (+ sezonalitate), ETS

⊡ Evaluarea s, i Validarea Prognozei
▶ Metrici: MAE, RMSE, MAPE; Cross-Validation cu origine mobilă

Concluzie

⊡ Înt,eleget, i înainte de a modela:
▶ Vizualizat, i s, i descompunet, i datele mai întâi
▶ Aleget, i aditiv vs multiplicativ în funct, ie de comportamentul variant,ei

Analiza s, i Prognoza Seriilor de Timp
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Ce urmează?

Capitolul 1: Procese stochastice s, i stat, ionaritate

⊡ Procese Stochastice: fundament matematic, variabile aleatoare indexate după
timp

⊡ Stat, ionaritate: strictă (distribut, ie invariantă) vs slabă (momente invariante)
⊡ Procese Fundamentale: zgomot alb s, i mers aleatoriu
⊡ Blocuri fundamentale pentru modelele ARIMA (AutoRegressive Integrated Moving

Average)
⊡ ACF s, i PACF (Partial Autocorrelation Function): instrumente pentru identificarea

modelului

Întrebări?

Analiza s, i Prognoza Seriilor de Timp
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Bibliografie II

Netezire exponent, ială s, i fundamente ETS

⊡ Holt, C.C. (1957/2004). Forecasting Seasonals and Trends by Exponentially Weighted Moving
Averages, International Journal of Forecasting, 20(1), 5–10.
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Resurse online s, i cod

⊡ Quantlet: https://quantlet.com – Platformă de cod pentru metode cantitative
⊡ Quantinar: https://quantinar.com – Platformă de învăt,are pentru metode cantitative
⊡ GitHub TSA: https://github.com/QuantLet/TSA/tree/main/TSA_ch0 – Cod Python pentru

acest capitol
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Vă Mult,umim!

Întrebări?

Materialele cursului sunt disponibile la: https://danpele.github.io/Time-Series-Analysis/

Quantlet Quantinar
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Proprietăt, i asimptotice vs. es,antion mic

TSA_ch0_finite_sample

Context
Majoritatea testelor din analiza seriilor de timp (ADF, KPSS, Johansen, Ljung-Box) se bazează pe distribut, ii
asimptotice. În practică, es,antioanele sunt finite: T = 50–200 pentru date trimestriale, T = 100–500 pentru
date lunare.

Probleme cheie în es,antioane mici

⊡ Distorsiunea dimensiunii: rata reală de respingere ̸= nivelul nominal (ex.: test la 5% respinge în
8–12% din cazuri)

⊡ Puterea: probabilitatea de a respinge corect H0 falsă (adesea foarte scăzută pentru procese
aproape de rădăcină unitară)

⊡ Bias: estimatorii OLS ai coeficient, ilor AR sunt deplasat, i spre zero (bias ≈ −(1 + 3ϕ)/T pentru
AR(1))

Test H0 Dim. (T=100) Putere (T=100) Asimptotic

ADF Rădăcină unitară Liberal (7–9%) Scăzută (30–50%) Distrib. DF
KPSS Stat,ionaritate Conservator Moderată Standard
Johansen r = 0 Liberal Bună Chi-pătrat
Ljung-Box Fără autocor. Liberal (h mare) Bună Chi-pătrat
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Simulare Monte Carlo: Principii

TSA_ch0_monte_carlo

Scop
Evaluarea proprietăt, ilor testelor statistice când rezultatele analitice nu sunt disponibile.

Algoritm

1. Specificat, i DGP (Data Generating Process): ex. AR(1) cu ϕ = 0,95, σ = 1
2. Pentru b = 1, . . . ,B (ex. B = 10 000):

a. Generat, i es,antionul {y1, . . . , yT} din DGP
b. Aplicat, i testul → obt, inet, i statistica τb s, i p-valoarea pb
c. Înregistrat, i decizia: respinget, i dacă pb < α

3. Dimensiune empirică = 1
B

∑B
b=1 1(pb < α) sub H0

4. Putere empirică = 1
B

∑B
b=1 1(pb < α) sub H1

Observat, ie cheie
Dacă dimensiunea empirică ≫ α, testul este over-sized (prea multe rezultate fals pozitive).
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Corect, ii pentru es,antion mic

TSA_ch0_bootstrap

Metode bootstrap

⊡ Bootstrap rezidual: rees,antionat, i reziduurile, reconstruit, i seria, recalculat, i statistica
⊡ Bootstrap bloc: păstrează dependent,a temporală (Politis & Romano, 1994)
⊡ Bootstrap parametric: simulat, i din modelul estimat

Alte corect, ii

⊡ Corect, ia Bartlett: ajustează valorile critice folosind teoria asimptotică de ordin superior
⊡ Valori critice pentru es,antion finit: regresii pe suprafet,e de răspuns (MacKinnon, 1996 pentru

ADF)
⊡ Teste rădăcină unitară pe panel: exploatează dimensiunea transversală (IPS, LLC) pentru putere

mai mare

Recomandare practică
Raportat, i întotdeauna p-valorile bootstrap alături de cele asimptotice.Analiza s, i Prognoza Seriilor de Timp
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Glosar RO–EN (1/2)

Termeni cheie utilizat, i pe parcursul cursului
Nr. Termen RO English Term

1 Ajustare sezonieră Seasonal adjustment
2 Autocorelat,ie Autocorrelation
3 Coeficient de asimetrie Skewness
4 Cointegrare Cointegration
5 Date de tip panel Panel data
6 Descompunere Decomposition
7 Diferent,iere Differencing
8 Eroare medie absolută Mean Absolute Error (MAE)
9 Funct,ia de autocorelat,ie Autocorrelation Function (ACF)

10 Funct,ia de autocorelat,ie part,ială Partial Autocorrelation Function (PACF)
11 Gruparea volatilităt,ii Volatility clustering
12 Medie mobilă Moving average
13 Mers aleatoriu Random walk
14 Model autoregresiv Autoregressive model
15 Netezire exponent,ială Exponential smoothing
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Glosar RO–EN (2/2)

Termeni cheie utilizat, i pe parcursul cursului (continuare)
Nr. Termen RO English Term

16 Nivel de semnificat,ie Significance level
17 Prognoză Forecast
18 Punct de schimbare Changepoint
19 Rădăcină unitară Unit root
20 Scurgere informat,ională Data leakage
21 Sezonalitate Seasonality
22 Serie de timp Time series
23 Serie stat,ionară Stationary series
24 Spectrul de putere Power spectrum
25 Strat ascuns Hidden layer
26 Supraajustare Overfitting
27 Supradiferent,iere Overdifferencing
28 Tendint,ă Trend
29 Termen de eroare Error term
30 Variant,ă condit,ionată Conditional variance
31 Variabile predictoare Features / predictor variables
32 Volatilitate realizată Realized volatility
33 Zgomot alb White noise
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