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Obiective de invatare

La finalul acestui capitol, veti fi capabili sa:

1. Definiti si simulati procese AR (AutoRegresive), MA (Medie Mobild) si ARMA (AutoRegresive cu
Medie Mobils)

2. Verificati conditiile de stationaritate si invertibilitate

3. ldentificati ordinele p si g prin analiza ACF (Functia de Autocorelatie) / PACF (Functia de
Autocorelatie Partial3)

4. Estimati parametrii prin Yule-Walker, MLE (Estimarea prin Verosimilitate Maxim3) si criterii
informationale — AIC (Akaike), BIC (Bayesian)

5. Diagnosticati modelul prin analiza reziduurilor si testul Ljung-Box

. Prognozati folosind modele ARMA cu intervale de incredere (IC)

7. Aplicati metodologia Box-Jenkins pe date reale (pete solare)

o
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Motivatie

De ce modele ARMA?

[] Procese AR: Valoarea curent3 depinde de valorile trecute = comportament de revenire la medie
[J Procese MA: Valoarea curentd depinde de socurile trecute = memorie scurta
[ ARMA: Combind ambele mecanisme pentru modelare flexibil3
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https://github.com/QuantLet/TSA/tree/main/TSA_ch2/TSA_ch2_motivation

Motivatie

Identificarea modelului prin tipare ACF

Distinct ACF patterns for different models

ACF: AR(1), $=0.8 ACF: MA(1), 6=0.7 ACF: ARMA(1,1)
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Theoretical: ¢"

ACF reflects structura modelului

[] Tipare distincte: AR: descrestere exponentiald; MA: anulare bruscd; ARMA: descrestere mixt3
[J Identificare: Analiza vizuald a ACF/PACF ghideaz3 selectia ordinelor p si g

Q TSA ch2 motivation
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Introducere si operatorul lag

Recapitulare: Stationaritatea

Din capitolul 1

[J Un proces {X;} este slab stationar dac3:
1. E[X;] = p (medie constants)
2. Var(X:) = 0% < oo (variant3 constants, finit3)
3. Cov(Xt, Xiyn) = v(h) (covarianta depinde doar de lag-ul h)

De ce conteaz3 stationaritatea pentru ARMA

] Modelele ARMA presupun stationaritate — parametrii raman stabili in timp, structura de
autocorelatie se mentine

[ Date nestationare = diferentiati mai intdi (ARIMA, Cap. 3)

Obiectivul capitolului

[ Modele parametrice pentru serii stationare = combinand dependenta de observatiile anterioare
(AR) cu influenta socurilor aleatoare (MA)
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Introducere si operatorul lag

Operatorul lag: ilustratie vizuald

Q TSA_ch2_lag_operator

Rolul operatorului lag

[J Notatie compacta: ecuatii cu diferente, polinoame lag
(] Utilitate: manipulare algebrica, conditii de stationaritate
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Introducere si operatorul lag

Operatorul lag (operatorul de intarziere)
Definitie 1 (Operatorul lag)

[J Operatorul lag L (sau operatorul de intarziere B) deplaseaz3 o serie de timp inapoi cu o perioads:
LXt - Xt—l

Proprietati

[ L¥X; = X;_x (deplasare inapoi cu k perioade)
O L°X: = X; (identitate)

O (1—L)Xe = Xe — Xe—1 = AX; (prima diferent3)
O (1 - L)X, = AYX, (diferenta de ordin d)

Polinoame lag

[ Polinom AR: ¢(L) =1 — ¢1L — ¢ol® — - — ¢pLP
O Polinom MA: 0(L) =14 01L + 0212 + - - - + 04L9

Q TSA_ch2_lag_operator
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Introducere si operatorul lag

Zgomot alb: ilustrare vizuald

White Noise Process ACF of White Noise
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[J Sténga: Fluctuatii aleatorii, far3 tipare, variantd constant3

[J Dreapta: ACF doar un varf la lag 0; celelalte in limitele de semnificatie = f3r3 dependent3 liniard

Q TSA_ch2_white_noise
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Introducere si operatorul lag

10

Procesul de zgomot alb
Definitie 2 (Zgomot Alb)
[J Un proces {e;} este zgomot alb, notat £, ~ WN(0, o®) (WN — White Noise, zgomot alb), daci:
1. E[e¢] = 0 pentru toti t

2. Var(e;) = o? pentru toti t
3. Cov(et,es) = 0 pentru toti t # s

Proprietati

[] Element de baza: Zgomotul alb st3 la baza tuturor modelelor ARMA
[ ACF: p(0) =1, p(h) = 0 pentru h # 0; PACF: acelasi tipar

[ Zgomot alb Gaussian: ¢, ~ N(0,0?) i.i.d.

[ Imprevizibil: Zgomotul alb nu poate fi prognozat = este pur aleatoriu
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Modele autoregresive (AR) 11

AR(1): ilustratie vizuald

AR(1): different behavior for positive vs negative ¢

AR(1): positive ¢ AR(1): negative ¢
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Interpretarea vizuald

[] ¢ pozitiv: Fluctuatii persistente, revenire graduald la medie
[1 ¢ negativ: Comportament oscilant, alternand in jurul mediei
[J |¢| mai mare = persistentd mai mare, revenire mai lent3

Q TSA_ch2_ar1

Analiza si Prognoza Seriilor de Timp o~


https://github.com/QuantLet/TSA/tree/main/TSA_ch2/TSA_ch2_ar1

Modele autoregresive (AR) 12

Modelul AR(1): definitie
Definitie 3 (Proces AR(1))

[J Un proces autoregresiv de ordin 1 este: X; = ¢ + ¢Xi—1 + &+
O e ~ WN(0,0%) si |¢| < 1 pentru stationaritate

Interpretare Notatie cu operatorul lag

[J c: constantd (interceptul)

[1 ¢: coeficient autoregresiv
» Madsoara persistenta seriei

[J &;: inovatie (soc)
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Modele autoregresive (AR)
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Conditia de stationaritate AR(1)

Conditie necesarsd si suficientd: |¢| < 1

[J Rid3cina ecuatiei caracteristice trebuie s3 fie Tn afara cercului unitate

T W o (4> 1)

[J Socurile se diminueaz3 in timp
» Procesul revine la medie
» Variant3 finit3, stabil3

[ |¢| = 1: mers aleatoriu
» Radacind unitate, variantd — oo
[ |¢| > 1: proces exploziv

Ecuatia caracteristica

Héz)=1—¢z=0 = z=1/¢
[J Stationaritate < rddicina in afara cercului unitate (|z| > 1)
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Modele autoregresive (AR)

Proprietatile AR(1)

AR(1) stationar cu |¢| < 1

)

[] Proprietdtile momentelor:
 Media: = E[X:] = =5 [ Autocovarianta: v(h) = fﬁ—‘::z
[J Varianta: v(0) = Var(X;) = % [J Nota: Formula presupune h > 0; prin
simetria ACVF: v(h) = vy(—h), deci
~v(h) = % pentru orice h € Z
[ Autocorelatia (ACF): p(h) = ¢”

[J Semnatura AR(1): ACF scade exponential cu factorul ¢
» ¢ > 0: descrestere monotond spre zero
> ¢ < 0: oscilatii amortizate (semne alternante)

Q TSA_ch2_an1
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Modele autoregresive (AR) 'S

AR(L with ¢ = 0.9 AR(L) with $ =05

Simulari AR(1): efectul lui ¢

T % % 5 w0 s B0 s

Interpretare

[ Valori diferite ale lui ¢ produc comportamente distincte: |¢| mai mare = mai mult3 persistentad
[] ¢ pozitiv creeazi evolutii netede; ¢ negativ creeaz3 oscilatii
[ Pe m3surd ce |¢| — 1, procesul se apropie de nestationaritate

Q TSA_ch2_ar1_simulation
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Modele autoregresive (AR) 16

ACF teoretic AR(1)

Theoretical ACF of AR(1): p(h) = ¢"
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Tipar ACF

[ Formula: p(h) = ¢" = descrestere exponential3
[ ¢ > 0: descrestere monotond; ¢ < 0: semne alternante

Q TSA_ch2_an1

Analiza si Prognoza Seriilor de Timp o~


https://github.com/QuantLet/TSA/tree/main/TSA_ch2/TSA_ch2_ar1

Modele autoregresive (AR) 17

ACF si PACF AR(1): teorie vs esantion

ACF and PACF for AR(1): theory vs sample

ACF: AR(1) with ¢ =0.7 PACF: AR(1) with ¢ =0.7
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Theoretical: p(h) = ¢"

Interpretare

[ ACF esantion vs teorie: estimirile fluctueaz3 in jurul curbei teoretice p(h) = ¢"
[ PACF: un singur varf semnificativ la lag 1, apoi se anuleazd = semn3tura tipicd AR(1)

Q TSA_ch2_an
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Modele autoregresive (AR)

Demonstratie: media AR(1)

Afirmatie

[ Pentru AR(1): X: = ¢ + ¢pXi—1 + &+, media este p = 1f¢

Demonstratie

[0 Ludm speranta ambelor parti: E[X;] = ¢ + ¢E[X;_1] + E[e:]
[J Prin stationaritate, E[X¢] = E[Xi—1] = p, si E[e:] = 0: = c + du
c

1-¢

[ Rezolvand: p—gpp=c = pu(l—¢)=c = |u=

Cerinta

[1 Conditie necesara: ¢ # 1 pentru ca media s3 fie definit3
» Dacd ¢ =1 (rddicini unitard), media este nedefinit3
> Procesul devine mers aleatoriu (nestationaritate)
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Modele autoregresive (AR)

Demonstratie: varianta AR(1)

Afirmatie
O Var(Xe) = 1%z

Demonstratie

[J Presupunem ¢ = 0. Ludm varianta din X; = ¢Xi—1 + &4

[ Var(X:) = ¢?Var(X;—1) + Var(e¢) + 2¢ Cov(Xe—1, &r)
————

=0

[J Prin stationaritate, Var(X;) = Var(X;—1) = v(0):

0_2

T1-4

[J Necesitd |¢| < 1 pentru variantd pozitivd. Cand |¢| — 1, varianta — oo

0 1(0) = #*1(0) + 0> —> (0)(1 — 6*) = o> —> |1(0)
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Modele autoregresive (AR)
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Varianta AR(1) ca functie de ¢

o?/(1-¢2)

¥(0)=

AR(1) Variance as Function of ¢ (with 02 =1)

10

9=09
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#=08
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[

[J Pe m3surd ce |¢| — 1, varianta explodeazd = nestationaritate
@ Pentru ¢ = 0: 7(0) = o (zgomot alb); varianta creste monoton cu |4

Q TSA_ch2_ar1
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Modele autoregresive (AR)

21

Demonstratie: functia de autocorelatie AR(1)

Afirmatie: p(h) = ¢" pentru h >0

[J Gasim autocovarianta y(h) = Cov(Xe, Xe—n)

G Tnmultim X; = ¢Xe—1 + &¢ cu Xe—p si ludm media:
O E[XeXe—n] = PE[Xe—1Xe—n] + E[ee Xe—4]
[ Pentru h > 1: E[eeXi—p] =0 = ~(h) = ¢y(h — 1)

[ Relatie recursivi de la v(0): v(1) = ¢7(0), ¥(2) = $>7(0), ... [ v(h) = ¢"¥(0)
@ ACF: p(h) = 4} = £30
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Modele autoregresive (AR)

Demonstratie: conditia de stationaritate AR(1)

Afirmatie

[0 AR(1) este stationar dacd si numai daci |¢| < 1

Demonstratie

O Substitutie recursivd: X; = ¢X;—1 +¢&r = ¢(dXe—2 + €c-1) +6c = -
[J Dup3 n pasi: Xe = ¢"Xe—n + ZJ'ZOI Perj
[ Dac¥ [¢] < 1: ¢" — 0 cand n — oo, deci X; = > 2, ¢er;

[ Variant3 finits: Var(X;) = o2 >0 ¢¥ = 1512 < oo (serie geometricy)

Concluzie

[J Converge <= |¢| < 1. Pentru |¢| > 1, termenul ¢"X;_, nu dispare = variant3 infinit3
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Modele autoregresive (AR) 23

Functia de autocorelatie partiald (PACF)
Definitie 4 (PACF)

(] Autocorelatia partiala de ordin k, notatd mx, masoard corelatia dintre X; si X¢—x

[1 Se elimin3 efectele liniare ale variabilelor intermediare X;—1, ..., Xi—x+1

Definitie formal3s Calculul prin Yule-Walker

O m = p(1) [ Se rezolva ecuatiile Yule-Walker de ordin k
[ Pentru k > 2: 7 este ultimul coeficient din: [ 7k = ultimul element al vectorului solutie

Xe = a1 Xe—1+ -+ e Xe—k + &
O 7k = ax (coeficientul lui Xi—x) Utilitate

[ Identificare: PACF determin3 ordinul p al
unui model AR
» PACF se anuleazd dup3 lag p
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Modele autoregresive (AR) 24

Algoritmul Durbin-Levinson pentru PACF

Recursie Durbin-Levinson

[0 Calculeazd PACF () recursiv, far3 inversarea matricii Toeplitz:
1. Initializare: 71 = p(1), vi = 5(0)(1 — 73)
2. Recursie (k =2,3,...): R _ R .
( ) BK) = S5 s Bk — )
_ D DNy ()
3. Actualizare: ¢k,j = ¢k—1,j = ¢k_1,k_jV J= 1,..., k—1; ¢k,k =
4. Varianta predictiei: vy = vi_1(1 — 77)

denifcare AR(p)

B O(k?) vs O(k?) (inversare directs) [ 7« = 0 pentru k > p = ordinul p

[0 Exploateazi structura Toeplitz a lui T’ G IC: |mi| > 1.96/v/ T = semnificativ

[ Garanteazd v, > 0 dac3 procesul e stationar [ Echivalent cu testul t pe ultimul coeficient
OoLS

Analiza si Prognoza Seriilor de Timp o~



Modele autoregresive (AR) 25,

AR(p): ilustratie vizuald

AR(2) Process: pseudo-cyclic behavior

AR(2) Series ACF: sinusoidal decay PACF: cutoff after lag 2

0.6
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H 04
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Lag Lag

—— AR(2): $1=1.0,¢,=-0.5

[0 AR(2) poate prezenta comportament pseudo-ciclic (rdd3cini complexe); ACF sinusoidald
amortizata
(1 PACF se anuleaza dup3 lag 2 = tiparul distinctiv de identificare

Q TSA ch2_ar2
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Modele autoregresive (AR)
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Modelul AR(p): forma generals
Definitie 5 (Proces AR(p))

[ Un proces autoregresiv de ordin p este: X; = ¢ + ¢1.Xe—1 + ¢2Xe—a + -+ - + ¢pXe—p + &+
) Operator lag: ¢(L)X; = c +&¢, unde ¢(L) =1 — 1L — ¢pol® — -+ — ¢pLP

Conditie de stationaritate

[ Toate radacinile lui ¢(z) = 0 trebuie s3 se afle Tn afara cercului unitate
[J Echivalent: toate ridicinile au modul > 1

Tiparul PACF

[1 PACF se anuleaza dup3 lag p
[0 ACF scade (exponential sau cu oscilatii amortizate)
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Modele autoregresive (AR) 27

Stationaritatea AR(2): vizualizarea cercului unitate
v Stationary AR(2) Non-Stationary AR(2)
$1=0.5, $,=0.3 $1=12, $,=-0.5
Roots OUTSIDE Root INSIDE
2 unit circle 2 unit circle
1 Pt 1 Py
s \\ ,/ \\
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7 \ 7
N A AN A
o el . N
-2 -2
-2 -1 1 2 -2 -1 1 2
Real

Real

Polinomul caracteristic si conditia cercului unitate

[ Polinomul caracteristic al unui proces AR(p): ¢(z) =1 — ¢1z — ¢poz® — - -+ — ¢p2”
[0 Toate radacinile lui ¢(z) = 0 trebuie s3 se afle in afara cercului unitate (|z| > 1)

[] R3d3cini pe cerc: nestationar; rad3cini in interior: proces exploziv
Q TSA_ch2_stationarity
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Modele autoregresive (AR) 28

Triunghiul de stationaritate AR(2)

rrpa————

Regiunea de stationaritate

[0 Regiunea triunghiulard defineste combinatiile de parametri AR(2) stationari
[l Granite: ¢1 + ¢2 <1, ¢o — b1 < Lsi ‘¢2| <1
[J Punctele din afara regiunii = procese nestationare sau explozive

Q TsA _ch2_ stationarity
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Modele autoregresive (AR) 29

Rad3cinile polinomului caracteristic

AR(2): Real roots

AR(2): Complex roots

AR(1): $=0.8
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Tipuri de rad3cini

[ Radacini reale: descrestere exponentiald in ACF
[J Radacini complexe: oscilatii amortizate (pseudo-cicluri)

[] Toate radicinile trebuie s3 fie Tn afara cercului unitate
Q TSA_ch2_stationarity
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Modele autoregresive (AR)

Modelul AR(2)

Definitie 6 (Proces AR(2))
E Xe=c+ 4251Xt_1 ar ¢2Xt—2 + &

Conditii de stationaritate

O¢1+¢2<1; ¢2—1 <1 |p2f<1

Comportamentul ACF

[] Radacini reale: amestec de dou3 descresteri exponentiale
[ Radacini complexe: tipar sinusoidal amortizat (pseudo-cicluri)
[J PACF: Se anuleazi dup3 lag 2 (7« = 0 pentru k > 2)

Q TSA ch2_ar2
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Modele de medie mobild (MA)

MA(1): ilustratie vizuald

MA(1): short memory series with ACF cutoff

MA(1) Series ACF: cutoff after lag 1

Cutoff
after lag 1

TT' Tt ! . e
122 I T3 T
0 25 50 75 100 125 150 175 200 00 25 50 7.5 100 125 150 17.5 200
Time Lag

—— MA(1),6=07

Interpretare vizual3

[0 Panoul stang: Serie MA(1) = revenire rapida la medie
[J Panoul drept: ACF cu anulare dupa lag 1; PACF descrestere exponentiald

Q TSA ch2 ma1
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Modele de medie mobild (MA)

Modelul MA(1): definitie
Definitie 7 (Proces MA(1))

[ Un proces de medie mobila de ordin 1 este: X;

p+er+0eta
O e ~ WN(0,07)
Interpretare Notatie cu operatorul lag
[ p: media procesului O Xe = p+0(L)e:
[ 0: coeficient MA

Ho(L)=1+6L
» Maisoard impactul socului trecut
[J Depinde de ¢ si e¢—1

Proprietate

[] Stationaritate garantata: Procesele MA sunt
intotdeauna stationare

» Nu depinde de valoarea lui 6
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Modele de medie mobils (MA) 33

Proprietatile MA(1)

MA(].) Xt = Ill, + Et + 051_»_1

[ Media: E[X;] = y; Varianta: v(0) = o*(1 + 6?)
[ Autocovarianta: v(1) = 6o>, v(h) =0 (h > 1)

[ ACF: p(1) = %=, p(h) =0 (h > 1)

() Semnatura MA(1): ACF se anuleazd dupi lag 1
> p(1) #0, dar p(h) = 0 pentru h > 1; tipar opus fatd de AR(1)

Q TSA ch2 ma1
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Demonstratie: varianta si autocovarianta MA(1)

Punct de plecare: X; = e; + 0e;_1 (presupunand p = 0)

[] Varianta:

~v(0) = Var(et + Og¢—1) = 0 +60%0%+0= m
Autocovarianta la lag 1
B (1) = Cov(e: + Oer—1,€t—1 + Oe:—2)
[ = Cov(ee,e¢—1) + 0Cov(er, et—2) + 0Cov(er—1,6¢-1) + 92Cov(st,1, €t—2)
o =0+0+902+0=
Autocovarianta la lag h > 2

[J Niciun termen & comun = ~v(h) =0

Analiza si Prognoza Seriilor de Timp
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Demonstratie: maximul ACF pentru MA(1)

Afirmatie: |p(1)| < 0.5 pentru orice valoare a lui 0

[0 ACF la lag 1: p(1) = H%
[) Derivim: ) = 1=f% =0 = 0 = +1

[J La aceste valori: p(1)|,_, = 3, p(1)|,__, = —3

Implicatie

[0 Test practic: Dacd |p(1)| > 0.5 din date, procesul nu este MA(1)
» Maximul |p(1)] = 0.5 se atinge la 6 = £1
» Considerati modele AR sau ARMA ca alternative

Analiza si Prognoza Seriilor de Timp
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Simulari MA(1): efectul lui 0

MA(1) Simulations: effect of coefficient &

=03 (weak smoothing) 6=0.9 (strong smoothing)

n
f)f
WAL UL

I D T & w % b s B0 s
Time Time.

— o=-05 —6--09

Interpretare

[0 MA(1) este intotdeauna stationar indiferent de & = memorie finitd de doar un lag
[] 6 pozitiv netezeste seria; 6 negativ creeaza fluctuatii mai rapide
[0 Spre deosebire de AR(1), socurile MA(1) afecteaz3d procesul doar pentru o perioads

Q TSA_ch2_ma1

Analiza si Prognoza Seriilor de Timp
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Demonstratie: ACF pentru MA(1)

Afirmatie: p(1) = H% si p(h) =0 pentru h > 1

[0 MA(1) are autocorelatie nenul3 doar la lag 1

[ Fie Xt =€+ 9515_1.

. - 0
[0 Autocorelatia la lag 1: p(1) = % = a2(91+92) =15

[0 Pentru h > 1: y(h) = Cov(es + Oci—1, €t—p + Oc¢—h_1)

[ Termenii €¢,6¢+—1 nu se suprapun cu €;—p,er—p—1 cand h > 1, deci |v(h) =0
Consecinta practica

[ ACF se anuleazd brusc dup3 lag 1 = semn distinctiv al proceselor MA(1)

Analiza si Prognoza Seriilor de Timp
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ACF si PACF MA(1): comparatie vizual3

ACF: MA(1) with6=0.7

ACF and PACF for MA(1): opposite pattern to AR(1)

PACF: MA(1) with 6=0.7

0.8

0.6

" w
& G o4
<04 &
02 1
C2 r\ 3 1
0.0 — _ o«
T T T Exponential_+
0.0 a 2 0 2 2 s decay
: 1 LI -0.2
0 2 4 6 8 10 12 14 0 2 4 6 8 10 12 14

Lag
Theoretical

Lag

Interpretare

[ ACF: Un singur varf la lag 1, apoi se anuleazd = semnatura tipica MA(1)
[ PACF: Descrestere exponentiald = tipar opus fatd de AR(1)
[J Aceast3 inversare diferentiazd procesele MA de cele AR

Q TSA ch2 ma1

Analiza si Prognoza Seriilor de Timp
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Invertibilitate: ilustratie vizuald

MA polynomial roots

Invertibility of MA models

Weights 11, (AR)

IS

([ ]
~

Al [

(-8y

Imaginary part
o
s

A

TR
Y,

m=

1

0 -15 -1.0 -05 0.0
Real part
— Unitcircle
@ Invertible (|z|>1)
X Non-invertible (|z| < 1)

05 1.

0

5.0 7.5 10.0

Lagj

125 150 175 200

—e— 6=0.6 (convergent)
—=— 6=15 (divergent)

Interpretare

[J Stanga: invertibilitatea necesit3 rid3cini in afara cercului unitate
[0 Dreapta: ponderile AR(o0) scad doar cand |6] < 1

Q TSA ch2 ma1
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Invertibilitatea modelelor MA
Definitie 8 (Invertibilitate)

[J Un proces MA este invertibil dac3 poate fi scris ca un proces AR infinit:
O Xe=p+ 327 m(Xej — p) + e

Conditii de invertibilitate

I MA(1): Invertibil dacd 0] < 1
[0 MA(q): Ridicinile lui 8(z) = 0 in afara cercului unitate

De ce conteazi invertibilitatea

[ Asigura reprezentare unic3 (fir3 invertibilitate, mai multe modele MA descriu aceleasi date)
[ Necesara pentru prognoza si estimare
[] Stationaritate = AR; Invertibilitate = MA

Analiza si Prognoza Seriilor de Timp
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Demonstratie: invertibilitatea MA(1)

Afirmatie

[ MA(1) este invertibil dacd si numai dac3 |6] < 1

Demonstratie

[ Din X; = &; + 0e¢_1, izolam: € = X; — Ogs_1
[ Substitutie recursiva: g = X; — 0(Xe—1 — Ogt—2) = X — 0Xe—1 + 0%c¢—2

[0 Continudnd: e, = ZJ."ZO(fH)jXFj +(—0)" e ny

oo

[ Daci |0 < 1: (=)™ — 0, deci |&; = Z(*G)J‘X:—j

<.
Il
o

Concluzie

[ Seria geometricd converge < |0] < 1 = MA(1) se scrie ca AR(0)

Analiza si Prognoza Seriilor de Timp
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MA(q): ilustratie vizuala

MA(q) Process: ACF signature cuts off after lag g

MA(3) Series ACF: cutoff after lag 3
1.0 1.0
0.8 0.8
0.6 0.6
g 0.4 % 0.4
0.2 { Cutoff at lag 3 0.2

0.0 T‘ lYI/ (] (R 0.0

PACF: gradual decay

-0.2
0 50 100 150 200 250 300 0 5 10 15 20
Time Lag
— MA(3)

S
1 NI ! . ot
[ ] L1117 1]
LI
5 10 15 20
Lag

[J Proces MA(3): semnitura distinctivd = ACF se anuleazi dup3 lag g (p(h) = 0 pentru h > 3)

Q TsA _ch2_acf pacf patterns
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Modele de medie mobild (MA)

Modelul MA(q): forma generald
Definitie 9 (Proces MA(q))

[J Un proces de medie mobila de ordin q: X; = 1+ + O16¢—1 + - - - + Oqer—q
[J Operator lag: X = p+ 0(L)e¢, unde (L) =1+ 1L+ - -+ + 04L7

Proprietati

[ Intotdeauna stationar (variant3 finit3)
[ ACF se anuleazs dup3 lag g: p(h) = 0 pentru h > q; PACF scade gradual
[ Invertibil dac3 toate radacinile lui 8(z) = 0 se afl3 in afara cercului unitate

Analiza si Prognoza Seriilor de Timp
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ARMA: ilustratie vizuala

ARMA(1,1) Series

ACF: mixed decay

ARMA(1,1): neither ACF nor PACF cut off

PACF: decay (no cutoff)

1.0 1.0
0.84 0.8
0.6 @59
E 0.44 § o
I
aal 0.2
00 111y, 0.0 \?XT'i °'°H"‘A“'
- T ]|
-0.2 il :
0 50 100 150 200 250 300 s 10 15 20 5 10 15 20
Time Lag Lag

—— ARMA(L,1): ¢=07,6=0.4

Interpretare ARMA(1,1)

(] Combina persistenta AR cu raspunsul la socuri MA; ACF/PACF ambele descresc
[J Nici ACF nici PACF nu se intrerup = indicator distinctiv pentru modele mixte

Q TSA ch2 _arma

Analiza si Prognoza Seriilor de Timp
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Modelul ARMA(p,q): definitie
Definitie 10 (Proces ARMA(p,q))

O Xe=c+d1Xem1+ -+ dpXe—p + €t + 0181+ -+ Oget—q
[0 Forma compacta: ¢(L)X; = c + 6(L)et, unde pp = m

[J Flexibilitate: Combind componentele AR si MA
» AR capteazd persistenta; MA capteaz3 raspunsul la socuri

[0 Parcimonie: ARMA(1,1) poate fi mai bun decat AR(5) sau MA(5)
» Mai putini parametri, mai putin risc de supraajustare

Analiza si Prognoza Seriilor de Timp
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Structura modelului ARMA

ARMA(p,q) Model Structure

[ AR: valorile trecute = persistentd, memorie
] MA: socuri trecute = r3spuns la inovatii
[0 Forma compacta: ¢(L)X; = 0(L)e;

Q TSA_ch2_arma

Analiza si Prognoza Seriilor de Timp
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Cum functioneazd simularea ARMA

Step 1: Generate White Noise & Step 2: AR Component ¢, ; (6=0.7)

3

2

1

o o

-2

% 3
3 ) 3 ) £ EJ ] B ] 3 £ Ed

Step 3: MA Component 0z, (9=0.4) Step 4: ARMA(L,1) = AR + MA + £,
= reren

Pasi

[J Generare zgomot alb, aplicare ecuatia ARMA recursiv, obtinere serie simulat3

Q TSA ch2 _arma
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Exemple ARMA

ARMA(L,1): $=07,6=0.4 ARMA(2,1): ¢;=0.5, $,=0.3, 6=0.4

Wi A
° “ wu‘ Wu \“r"“‘\h‘m‘
- - ‘u‘ I in I |V \c ‘h ‘\\W | WJ b\
,,, V vM u U

0 50 100 150 200 100 150 200 250 300
Time Time

Xe
o

Xe

250 300 0 50

[ Diferite combinatii de ordine (p, g) produc comportamente distincte

Q TSA ch2 arma
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Modelul ARMA(1,1)
Definitie 11 (Proces ARMA(1,1))
O Xe=c+ ¢pXe—1+e:+ 01

Proprietati (stationaritate si invertibilitate)

0 Media: p = 5;; Varianta: 7(0) = %

ACF

O p(1) = %; p(h) =& - p(h—1) pentru h > 2

[0 ACF scade exponential dup3 lag 1 (punctul de pornire depinde de ¢ si 6)

Q TSA ch2 arma
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Demonstratie: varianta ARMA(1,1)

Afirmatie

[ y(0) = (2gge

Demonstratie

[ Fie Yt = Xt — W Yt = ¢Yt—1 + &t + 961»_1
[ Ridicim la patrat: Y2 = ¢ Y21 +e2 + 0221 +20Y: 16 +200Y: 1611 + 2016t 1
[ Ludm media; E[e;Y;—1] = 0, E[ere¢—1] = 0:

O ~(0) = #*v(0) + 02 + 6%0° + 200 E[er—1 Yi—1]

O Din Yie1 = @Yi2 +er_1 + Oe¢_2: doar e2_; contribuie = Elet—1Yi—1] = o?

(1+ 290 + 6)0®
g

E y(0)(1 - ¢%) = (1 +2¢0 +6%)0® = |7(0) =

Analiza si Prognoza Seriilor de Timp o~
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Tipare ACF/PACF: AR vs MA vs ARMA

AcF

ACF

ACF

ACF/PACF Patterns: AR vs MA vs ARMA

AR(2): ACF — exponential decay AR(2): PACF — cutoff at lag 2
10 10
os 0s
o6 os
5
os { Toa
02 02
X I Llrrgs 1
@ S S A . I {3 T,
T ——
T a4 & 5 o 1 1 5z & & & 1 1 1
MA(2): ACF — cutoff at lag 2 MA(2); PACF — exponential decay
10 10
08 0s
06 06
04 Zoa
02 i 02
s I 1 |
o S — % T = T —
T 4 s 8 B 1 & T3 i & 5 T & &
ARMA(1,1): ACF — exponential decay ARMA(1,1): PACF — exponential decay
10 10
0 08
0s
06
& oa
g
04 Z ., 0
bestyey
o I =T ——
@ D S -0z Ll
P
-04
T 4 & 8 B B N 5 3 i & & 1 &
Lag Lag

Q TSA _ch2_acf pacf patterns
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Modele ARMA

Demonstratie: ACF la lag 1 pentru ARMA(1,1)
Afirmatie

[ p(1) = GESe; p(h) = ¢ p(h— 1) pentru h > 2

Demonstratie

o Tnmultim Y: cu Yi—1 si ludm media: (1) = ¢v(0) + E[e: Ye—1] +0 E[er—1 Yi—1] = ¢7(0) + 0o
——— —_———

=0 :0.2
O Impartim la v(0): p(1) = ¢ + 3%02). Substituim ~(0):
_ 0(1—¢?) __ p(1+2¢0+0%)+6(1—¢>)
Op(l)=9¢+ 11240102 112401062

[ Numirstorul: ¢ + 0 4+ ¢20 + $0> = (¢ + 0)(1 + ¢0), deci | p(1) = %

[ Pentru h > 2: v(h) = ¢y(h — 1), deci p(h) = ¢ p(h — 1) = descrestere exponentiald de la lag 1

Analiza si Prognoza Seriilor de Timp
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Functii de raspuns la impuls

AR(1): $=0.8 AR(1): =-0.8 MA(1): 6=0.6

10 1.00 15
075

08 10
050

08

06

025

N N _ 06

s s s

04 0.00

04
02 -0.25

0.2
-0.50

009 0.0
-0.75

-0.2 -0.2

9 5 10 15 0 5 10 15 0 5 10 15
Lagj Lagj Lagj

Propagarea socurilor

[ Aratd cum se propagd un soc unitar prin sistem in timp
[J AR: descrestere exponentiald sau oscilantd; MA: efect limitat la g perioade

Q TSA_ch2_arma
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Rezumat stationaritate si invertibilitate

Conditii pentru un model ARMA(p,q) valid
] Rezumat cerinte:
Conditie Cerinta

Stationaritate
Invertibilitate

Rad3cinile lui ¢(z)

= 0 in afara cercului unitate
Rad3cinile lui 6(z) =0

n afara cercului unitate

Implicatii

[ Stationaritate: Se poate scrie ca MA(co): Xi = p+ 3° %  ¥jee—;
O Invertibilitate: Se poate scrie ca AR(c0): Xe = p+ 3572, mj(Xe—j — p1) + ¢
[ Reprezentare cauzala: X; depinde doar de socurile trecute = necesard pentru prognoza

Analiza si Prognoza Seriilor de Timp
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Teorema de descompunere a lui Wold
AR(:

1) Process: X, =0.8X,—1 +& y-weights: ¢ =9/ Cumulative Impulse Response

10 <
: = e

o = G
% Wi

= NHTTT?M.".. .

[ 20 40 ) 80 100 0o 25 50 75 100 125 150 175 00 25 50 75 100 125 150 175
Lagj Lagj
~= Long-run: 141~ ¢)=5.0

Teorema Wold (1938)

oo
[ Orice proces stationar {X:} poate fi descompus unic: X; = ijst_j + Dy unde
Jj=0 dete?'n,i:isté
componentd stochastic3
Yo =1, 3 47 < 0o, er ~ WN(0,0?)
[ Implicatie: orice proces stationar se poate scrie ca MA(co)
[ ARMA este o aproximare parcimonioasa a lui MA(co) cu un numdr finit de parametri

(Reamintire din Capitolul 1 — pentru demonstratie, vezi sectiunea dedicata)

. " ’ TSA_ch2
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Metodologia Box-Jenkins

Box-Jenkins Methodology

Abordare iterativa

[J Pas 1: Identificare (ACF/PACF, AIC/BIC)
[ Pas 2: Estimare (MLE, Yule-Walker)

[ Pas 3: Validare (reziduuri = zgomot alb?)
[] Pas 4: Prognoz3

Q TSA_ch2_case study

Analiza si Prognoza Seriilor de Timp
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Reguli de identificare ACF/PACF
Tipare teoretice pentru procese stationare
Model Tipar ACF Tipar PACF
AR(1) Descrestere exponentiald Varf la lag 1, apoi 0
AR(2) Exp./sinusoidd amortizatd Varfuri la lag-uri 1-2, apoi 0
AR(p) Scade gradual Se anuleaz3 dup3 lag p
MA(1) Varf la lag 1, apoi 0 Descrestere exponentiald
MA(2) Varfuri la lag-uri 1-2, apoi 0  Exp./sinusoidd amortizat3
MA(q) Se anuleaz3 dup3 lag g Scade gradual
ARMA(p,q) Scade Scade
Q TSA ch2 acf pacf patterns
Analiza si Prognoza Seriilor de Timp o~
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AIC vs BIC: selectia modelului
AIC Values BIC Values
1000
980
980
960
1 1
960
‘5 940 E
2 B
Ha He
% 920 5& e
900 920
880 LY
1 2 3
q (MA order) q (MA order)
Interpretare
[0 Heatmap: verde = AIC/BIC mic, [J = cel mai bun model
[J Practica: AIC = prognoz3, BIC = identificare
Q TSA ch2 model selection
Analiza si Prognoza Seriilor de Timp o~
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Criterii informationale

AIC (Akaike) BIC (Bayesian)

[ AIC = —2In(L) + 2k [ BIC = —2In(L) + kIn(n)
[1 Penalizare moderata [ Penalizare mai puternica
» Preferd modele parcimonioase

» Tinde s3 aleagd modele mai mari
» Optim pentru prognoza
[ unde: L = maximul functiei de verosimilitate, k = nr. parametri estimati, n = dimensiunea

esantionului
Reguli

[J Valori mai mici = model mai bun. Comparati modele pe aceleasi date

» Consistent pentru identificare

Analiza si Prognoza Seriilor de Timp
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Principiul parcimoniei: echilibrul bias-variant3

Parsimony Principle: Bias-Variance Trade-off

OVERFITTING
(High variance)

&
xity (Number of Parameters p + a)

) == Optimal complexity (p+a = 7)
)

Echilibrul bias-varianta

[J Prea simplu: bias mare (subajustare)
(] Prea complex: variantd mare (supraajustare)
[J Optim: intersectia curbelor; AIC/BIC ajut3

Q TSA_ch2_model_selection

Analiza si Prognoza Seriilor de Timp


https://github.com/QuantLet/TSA/tree/main/TSA_ch2/TSA_ch2_model_selection

Identificarea modelului

Selectia automatd a modelului

Abordarea grid search

[ Estimati ARMA(p,q) pentru p=0,...,Pmax Si ¢ =0,..., Gmax
[J Selectati modelul cu cel mai mic AIC sau BIC; verificati cu teste de validare

in Python

[] pm.auto_arima() din pachetul pmdarima
[0 Testeazd automat stationaritatea, parcurge ordine (p, q), returneazi cel mai bun model

Atentie

[ Selectia automatd nu este raspunsul final = verificati validitatea modelului
[0 Auto-ARIMA complet (inclusiv selectia lui d) = Capitolul 3

Analiza si Prognoza Seriilor de Timp
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Metode de estimare

ARMA Parameter Estimation Methods

Cele trei abordari principale

[J Yule-Walker: form3 inchis3, doar AR; egaleazd autocorelatiile din esantion cu cele teoretice
[0 MLE: cea mai eficientd si consistentd; necesitd ipotezd de distributie (Gaussian3)
(] Cele mai mici patrate conditionate: compromis; minimizeaza suma patratelor reziduurilor

Q TSA_ch2_estimation

Analiza si Prognoza Seriilor de Timp
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Ecuatiile Yule-Walker pentru AR(p)

Theoretical ACF for AR(2)
¢$1=0.6, $=0.2 Yule-Walker Equations

p(1) = ¢1 + ¢2p0(1)

0.8 p(2)=¢1p(1) + ¢
= 0 Matrix form: R- ¢ =p
LY

0.4

R = autocorrelation matrix

Solution: ¢ =R~1p

0 2 4 6 8
Lagh

Ideea principal3d

(] Relatie liniara: autocorelatii <> parametri AR
[] Forma inchisa: fir3 optimizare numeric3d, matrice Toeplitz

Q TSA_ch2_estimation
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Estimarea parametrilor

Ecuatiile Yule-Walker: forma matriceald
Ecuatiile Yule-Walker pentru AR(p)

O p(k) = pap(k = 1) + ¢ap(k = 2) +--- + dpp(k —p), k=1,2,...,p

Forma matriceal3

p(0) p(l) o p(p—1)\ [ p(1)
p(1) p(0) - pp=2)| 92| | r(2)
p(p - 1) plp - 2) - .~ p(.O) cb-p p(-p)

[ Estimare: Inlocuiti p(k) cu p(k); matricea Toeplitz este simetrica si pozitiv definits

Analiza si Prognoza Seriilor de Timp
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Exemplu numeric: Yule-Walker pentru AR(2)
Date din esantion (T = 100)
[J Autocorelatii estimate: p(1) = 0.75, p(2) = 0.65, varianta estimat3d: §(0) = 4.0

Pas 1: Sistemul matriceal

o 1 075\ (é1) _ (0.75
] Yule-Walker: Rp=p = (0.75 1 ) <$2> - (0,65)

Pas 2: Rezolvare (regula lui Cramer)

[ det(R) = 1 — 0.75% = 0.4375

& q’;l — 0.7570942330.65 —10.600 &2 — 04605'4—30%;52 —|0.200

Pas 3: Varianta zgomotului

[ 6% = 4(0)(1 — ¢1p(1) — $2p(2)) = 4.0(1 — 0.45 — 0.13) =

Verificare stationaritate

Odr4+d2=08<1v [§]=02<1V da—d1=-04<1V

Analiza si Prognoza Seriilor de Timp
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Demonstratie: ecuatiile Yule-Walker

Scop: Derivarea p(k) = ¢1p(k — 1) + - - - + ¢pp(k — p)

0 f’ornim de la AR(p): Xi = 1 Xe—1 4+ -+ + ¢pXe—p + €t

B Inmultim cu X;— si ludsm media:

O E[XeXe—k] = g1E[Xe—1 Xe—i] + -+ + GpE[Xe—pXe—k] + E[ee Xe—]

[ Pentru k > 1: E[e:X;—«] =0 = (k) = ¢1y(k — 1)+ - - + ¢py(k — p)
[ Tmpartind la 7(0): | p(k) = g1p(k — 1) + gap(k —2) + -+~ + dpp(k — p) |

Cazul special AR(1)

O p(k) = dap(k — 1) = ¢4 (folosind p(0) = 1)

Analiza si Prognoza Seriilor de Timp



Estimarea parametrilor

67

Estimarea prin metoda verosimilitatii maxime

Logaritmul functiei de verosimilitate ARMA(p,q) (erori gaussiene: &, ~ N(0,?))

2\ __ n n 2 1 n 2
M U(,6,0%) = —3In(27m) = 3In(0%) — 552 >0/, &t
[J & sunt inovatiile calculate recursiv

Procedura de estimare

[J Initializare: folositi metoda momentelor sau OLS (Metoda Celor Mai Mici P3trate) pentru valori
initiale

[J Optimizare: metode numerice (BFGS, Newton-Raphson)
[ Iterare pan3 la convergent3

In practica

[J] statsmodels.tsa.arima.model.ARIMA = implementeazd MLE exact cu initializare automata

Analiza si Prognoza Seriilor de Timp



Estimarea parametrilor

Erori standard si inferent3
Distributia asimptotica a MLE

[ 6 = N(Bo,21(60) "), unde I(0) este matricea informationala Fisher

2
O 1(o) = 7E[80;"9Lé?)] = curbura medie a functiei de verosimilitate
[J Matricea de variant3-covariant3 estimat3: V= %T’l

Ce este eroarea standard (SE)?

0 SE(0) =+/V; = ,/diagj(%ifl) = mdsoard incertitudinea estimarii

[ Exemplu AR(1): SE(¢) ~ 1/(1 — $2)/n; pentru ¢ = 0.8, n = 100: SE ~ 0.06
[J Interpretare: un SE mic = parametrul este estimat cu precizie ridicat3

Testarea semnificatiei parametrilor

[ Ho:0; =0 Statisticd: z = %jéj) ~ N(0,1) asimptotic

[ Respingeti daca |z| > 1.96 la 5% = IC: §; + 1.96 - SE(0))
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AaAL1) 0.0 pix

Diagnosticarea reziduurilor

Dac3d modelul este corect specificat, reziduurile trebuie s3 fie zgomot alb

[ Graficul reziduurilor: fluctuatii aleatorii in jurul lui zero, variant3 constant3
(1 ACF reziduurilor: f3ra varfuri semnificative = zgomot alb
[J Graficul Q-Q: punctele pe diagonald = distributie normal3; cozi groase = erori non-normale

Decizie

[ v Toate verificdrile OK = model adecvat x Nesatisfacut = reveniti la identificare
Q TSA_ch2_diagnostics
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Diagnosticul modelului

70

Testul Ljung-Box: ilustratie vizuald

Ljung-Box Test: good model vs inadequate model

Good model: residuals = white noise Inadequate del: residual autocorrelation
1.0 1.0
0.8 0.8
0 ©
S 06 S 0.6
bt -]
8 8
- 4 = i Ljung-Box: p < 0.05
5 04 504
e W
Q O
< 0.29 Ljung-Box: p > 0.05 < 0.2
Ho not rejected | L
0o e 11, . e, . .. 00 I NN
T° ] T 1 U] ol : REER! 111°¢
00 25 50 75 100 125 150 17.5 20.0 00 25 50 75 100 125 150 175 20.0
Lag Lag

Interpr

[J Stanga: model bun = reziduuri zgomot alb
(] Dreapta: model inadecvat = autocorelatie reziduald = re-specificare necesara

Q TSA_ch2_diagnostics
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Testul Ljung-Box
Definitie 12 (Testul Ljung-Box)
[] Testeazs dac3 reziduurile sunt distribuite independent (fird autocorelatie)
[ Statistica: Q(m) =n(n+2)> ", nﬁfk

Ipoteze si distributie

[ Ho: Reziduurile sunt zgomot alb; Hi: Reziduurile sunt autocorelate
[ Sub Ho, Q(m) ~ x*(m — p — q) aproximativ

Decizie

[ p-value > 0.05 = nu respingem Ho = reziduurile sunt zgomot alb
[ p-value < 0.05 = autocorelatie reziduald = model inadecvat

Q TSA_ch2_diagnostics
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Diagnosticul modelului 72

Lista de verificare a modelului

Un model ARMA bun ar trebui s3 indeplineascd

Stationaritate: R3d3cinile AR in afara cercului unitate (arroots)
[ Invertibilitate: R3d3cinile MA in afara cercului unitate (maroots)
[0 Reziduuri zgomot alb: Fird ACF semnificativ (testul Ljung-Box)
[ Reziduuri normale: Grafic Q-Q, testul Jarque-Bera
0
0

=

Fara heteroscedasticitate: Variantd constantd (testul ARCH)
Simplu: Cel mai mic AIC/BIC dintre modelele adecvate

Dac3 verificarile nu sunt satisfacute

[J Reveniti la identificare, incercati ordine diferite
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Prognoze punctuale

A

Prognozd optimd: X, pn = E[Xnin|Xn, Xo—1,.. ]

[J Speranta conditionatd minimizeazd MSE (Eroarea Medie Patratica)

AR(].) Xt =C I ¢Xt_1 + &t

O Xn+1\n = C+¢Xn; )%n+h|n :N+¢h(Xn 7,“’)
[0 Prognozele converg la media p cdnd h — oo (revenire la medie)

MA(1): X; = p+er + 0er_q

[ )A(,,H‘,, =+ 0en;  Xppnn = p pentru h > 1
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Incertitudinea prognozei
MSFE (Eroarea Medie P3traticd de Prognozs)

[J Eroarea: e, pn = Xoin _XnJrh\n
[J MSFE: MSFE(h) = 0 3.7~ ¢7, unde 1); sunt coeficientii MA(c0)

Pentru AR(1): ¢; = ¢/

0 MSFE(h) = 0% ({;z — 12 ¢2 = Var(X:)

[ Incertitudinea prognozei creste cu orizontul
[0 Converge la varianta neconditionatd Var(X;)
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Prognoza ARMA cu intervale de incredere

ARMA(1,1) Forecast with 95% Confidence Interval

2 Forecasts revert
to mean

Xe

0 50 100 150 200
Time

—— Observed —— Forecast 95% CI Mean = -0.34

(] Banda de incredere se |3rgeste cu orizontul = convergentd la intervalul neconditionat

Q TSA_ch2_forecasting
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Prognoza cu ARMA

Demonstratie: MSFE pentru AR(1)

[ MSFE(h) = 02127 si  MSFE(cc) = ~(0)

Demonstratie

[ Eroarea de prognoza la orizontul h: e,ipjn = Xotn — Xosnin

] - e h—1
) Prin substitutie recursivd: enihn = > ;5 ¢’Enth—j

_ 2h
[ MSFE(h) = B[, 4] = 0 305 ¢ = ”211—%;2

[J Limita: MSFE(o0) = % = v(0) = prognoza converge la media neconditionats

Interpretare

[ La orizonturi lungi, nu facem mai bine decit media neconditionatsd: IC — 2 x 1.96+/~(0)
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Prognoza AR(1): revenirea la medie

AR(1) Forecast: mean reversion (¢ = 0.8)

. : M Nj\,m had\ b
Ll

80 100 120

Time

—— Historical ——- Forecast 95% CI 80% CI Mean p

Proprietati

[ Prognozele converg la media neconditionatd p pe m3surd ce orizontul creste
[ |¢| mai mare = revenire mai lentd; IC se largesc cu orizontul

Q TSA_ch2_forecasting
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Prognoza cu ARMA

Varianta erorii de prognoz3 in functie de orizont

Forecast Error Variance: AR(1) with ¢ =0.8 Forecast Uncertainty Grows with Horizon

Uncertaint
20 3 — increases
w
2
2.5 =
=
3
Q1
= 2.0 =
g 2
s g0
T s £
s 5
$-1
1.0 =
2
a -2
0.5
-3
0.0
25 5.0 7.5 10.0 125 15.0 17.5 200 23 5.0 7.5 10.0 12.5 15.0 17.5 200
Forecast Horizon h Forecast Horizon h
== Unconditional variance = 2.78 T 95% CI
Observatie

[ MSFE creste monoton cu orizontul h = convergentd la Var(X;) (limita predictibilitatii)

Q TSA_ch2_forecasting
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Prognoza cu ARMA 79

Intervale de incredere pentru prognoze

Formule

& Xpih|Xny ... ~ N ()“<,,+h|n, MSFE(h))
[ 1C (1 — @): Xoshjn & Zay2 - v/MSFE(h), unde z,/> = 1.96 pentru 95%

Proprietati

[ Intervalele se largesc pe m3sura ce orizontul creste
» Converg la intervalul neconditionat: =+ z, /20
[] Latimea depinde de parametrii modelului
» Coeficienti AR mai mari = intervale mai largi
[ Python: model.get_forecast(h).conf_int ()
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Prognoza cu ARMA 80

Exemplu de prognoza train/validare/test

ARMA Forecasting: Train/Validation/Test Split with 95% Confidence Intervals

1
i
i
62 H
i
TRAINING !
60 (70%) i
i
]
58 f
i
|
o 56 1,
E] i
i [l
Zsa !
i
i
52 i
i
i
50 }
i
i
i
48 1
i
1

0 25 50 75 100 125
Time
—— Training Data ==+ Validation Forecast ~ = Test Forecast 95% Cl
—— Validation (Actual) —— Test (Actual)

(] Evaluati intotdeauna prognozele pe date neutilizate la estimare
[J Folositi imp3rtire antrenare/validare/test

Q TSA_ch2_forecasting
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Prognoza cu ARMA

81

Evaluarea prognozei

Testare in afara esantionului Metrici de eroare

[ Imp3rtiti datele: antrenare + test

[ Generati prognoze pe test

(] Comparati cu valorile reale

[J Fereastra mobila: re-estimati pe masur3 ce
sosesc date noi

[0 MAE: Robust la valori extreme
[J RMSE: Penalizeaz3 erorile mari
1 MAPE: Procentual, interpretabil

(vezi Capitolul 0 pentru definitiile complete ale
metricilor)
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Prognoza cu ARMA

Prognoza cu fereastrd mobila (rolling forecast)

Rolling window forecast

Training

[ 25 50 75 100 125 150 175 200
Time

— Actualdata  --- Rolling forecast (1-step)

Metodologia prognozei cu fereastra mobila

[ Fereastra fixa (ultimele w obs.) vs expansiva (toate datele)
[J Genereazd prognoza 1-pas, actualizeaz3 fereastra, repet3

Q TSA ch2 forecasting
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Prognoza cu ARMA 83

Fereastra mobil3 vs prognoza multi-pas

Comparison: Rolling vs Multi-step vs Recursive

Rolling 1-step Direct multi-step Recursive
RMSE = 0.89 RMSE = 1.20 RMSE = 1.20
3 3 3
2 2 2 NI
o 1 1 1
0 0 Al o Al
=il -1 -1
-2 -2 -2
150 160 170 180 190 200 150 160 170 180 190 200 150 160 170 180 190 200
Time Time Time
—— Actual —— Actual —— Actual
-~ Recursive

--=- Rolling 1-step -== Direct multi-step

[] Fereastra mobila 1-pas: cel mai precis, re-estimare la fiecare pas
[] Multi-pas direct: model separat pentru fiecare orizont

[J Recursiv: acumulare de erori la orizonturi mari
Q TSA_ch2_forecasting
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Prognoza cu ARMA 84

Aplicatie cu date reale: comparatie prognoze

Forecast Comparison — Airline Passengers

600

Passengers (thousands)

100

0 20 40 60 80 100 120 140
Months (from 1949)
— Taining —— Test(Actual) --- SES - Holt —= HoltWinters

Consideratii practice

[] Date reale: posibild nestationaritate, rupturi structurale
[ Comparati mai multe modele; folositi validare pe fereastrd mobild
Q TSA_ch2_forecasting
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Implementare practica 85

Rezumat flux de lucru

Pasii metodologiei Box-Jenkins

[J 1. Pregatirea datelor: Verificati valori lips3, valori aberante
» Transformati dac3 este necesar (logaritm, diferentiere)

[ 2. Verificarea stationaritatii: Inspectie vizuald, teste formale (ADF — Augmented Dickey-Fuller,
KPSS)
» Diferentiati dac3 seria este nestationara

[ 3. Identificarea modelului: Tipare ACF/PACF
» Grid search cu criterii informationale (AIC, BIC)

[J 4. Estimare si validare: Estimati modelul, verificati semnificatia
» Analiz3 reziduald, testul Ljung-Box

[1 5. Prognoza: Prognoze punctuale cu IC
» Validare in afara esantionului
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Studiu de caz: date reale 86

Studiu de caz: petele solare (sunspots)
Sunspot activity (1700--2008)

100 1
801
60

404

Number of sunspots

204

v v T v T v v
1700 1750 1800 1850 1900 1950 2000
Year

—— Sunspots (annual)

Descrierea datelor

[J Pete solare anuale (1700-2008): serie stationara cu cicluri de ~11 ani
[J Aplicdm metodologia Box-Jenkins complet3

Q TSA ch2 case study
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Studiu de caz: date reale

87

Pasul 1:

ACF

analiza ACF/PACF

ACF/PACF analysis for sunspots

ACF: damped sinusoidal pattern

PACF: spikes atlag 1, 2, 9

1.0 1.00 4
0.8 0.75
0.6 1 0.50 4
0.4+ G 0.251
& 1 [ b |
0.2 4 . .
T T T § 0.00 3 ® 5 'S l ® T 1 l )
o0 T STTIIIss " ~3  -o2sq
_0.2 'y oo ®
0.2 —a50d
5 10 15 20 25 5 10 15 20 25
Lag Lag

Identificare

[0 ACF sinusoidali (sugereazi AR); PACF cu varfuri la lag 1, 2, 9
[0 Modele candidate: AR(2) sau AR(9); serie stationard (d = 0)

Q TSA ch2 case study
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Pasul 2: compararea modelelor

Model comparison: AIC and BIC
3000 -
B
Al

2500
2000

1500 4

Criterion value

1000 4

500 q

04

> Ol & Rl Q) » » »
Pg“\ Pgg\ Pg“\ Pgg\ \‘\p.\ ‘r\b\\" @P@‘ ‘r\V(L'
5 Q) K3

Emm AIC  mmm BIC

Selectia modelului

[J Compardam mai multe modele candidate folosind criteriul AlC
[0 Modelul AR(9) are cel mai mic AIC, capturand ciclul solar de 11 ani

Q TSA_ch2 case study
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Studiu de caz: date reale 89

Pasul 3: diagnosticul modelului

ACF of residuals

11

1 .
T

Lag
Q-QPlot

quanties

Sample

Theoretical quantiies

Diagnosticul AR(9)

[ Reziduuri: zgomot alb, medie zero, variantd constanta
[ ACF f3r3 structurd rezidual3; distributie ~ normal3

Q TsA _ch2_case study
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Pasul 4: prognoza

Sunspot forecast: AR(9)
140

1204
100 A
80
60

40+

Number of sunspots

20+

04

v T T v
1900 1920 1940 1960
Year

—— Historical ~—— Actual (test) —=- AR(9) Forecast 95% CI

Rezultate

[ AR(9) capteazi ciclicitatea; 1C 95% acopera valorile reale
J RMSE =~ 30

o TSA 7ch27case75tudy
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Utilizare 1A

91

Exercitiu Al: Gandire critic3

Prompt de testat in ChatGPT / Claude / Copilot

“Descarcd de pe FRED indicele lunar al productiei industriale din SUA (seria INDPRO) din 2010-01 pan3 in 2024-12
(180 observatii). Calculeaza diferentele logaritmice lunare (rate de crestere). Estimeazd un model ARMA, f3

diagnosticul reziduurilor si prognozeazd pe 12 luni. Vreau cod Python complet cu grafice.”

Exercitiu

. Rulati prompt-ul intr-un LLM (Large Language Model) la alegere si analizati critic rdspunsul.
. Verific3 stationaritatea datelor inainte de a estima ARMA? Justificati.

. Cum alege ordinele p si g7 Foloseste ACF/PACF sau AIC/BIC?

. Reziduurile sunt testate corect? (Ljung-Box, Q-Q, heteroscedasticitate)

. Intervalele de incredere ale prognozei converg la media neconditionat3?

s wWw N =

Atentie: Codul generat de Al poate rula far3 erori si ardta profesional. Asta nu fnseamna ci e corect.
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Rezumat

Ce am finvatat in acest capitol

[ Modele autoregresive AR(p)

» Depind de p valori trecute; stationaritate: rad3cini in afara cercului unitate; PACF se anuleaz3
la lag p
[0 Modele de medie mobils MA(q)
» Depind de g socuri trecute; intotdeauna stationare; ACF se anuleaz3 la lag g
[J Modele ARMA(p, q) si metodologia Box-Jenkins
» Combin3 AR si MA; identificare = estimare = validare = prognoz3
[J Prognoze cu intervale de incredere
» Converg la media neconditionatd; incertitudinea creste cu orizontul

Concluzie

[ Parcimonie: Incepeti cu modele simple (ordine mici), validati cu testul Ljung-Box si criterii
informationale (AIC, BIC)

Analiza si Prognoza Seriilor de Timp



Rezumat

93

Ce urmeaz3i?

Capitolul 3: Modele ARIMA pentru date nestationare

[0 Nestationaritate: tipuri, teste de rad3cind unitate (ADF, PP, KPSS)
[J Diferentierea: operatorul diferent3 si ordinul de integrare d

[0 ARIMA(p, d, g): modele integrate pentru date nestationare

[J Auto-ARIMA: selectie automatd a modelului complet

[J Studiu de caz: Prognoza PIB SUA

Intrebsri?
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Quiz

04
[ntrebarea 1

[J Pentru ce valoare a lui ¢ este procesul AR(1) X; = ¢ + ¢pX;—1 + €, stationar?

Variante de raspuns

(A)p=12 (B)$p=10 (C)p=-08 (D)p=-15
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Tntrebarea 1: Rispuns

Raspuns corect: (C) ¢ = —0.8

[J AR(1) este stationar dacd si numai dacd |¢| < 1
() Doar |- 0.8/ =08<1

#=-0.8 (Stationary, [¢] <1) 4=1.0 (Unit Root, Non-stationary)
2 25
a 00
25
50 -50
= -15
-100
- -125

I 20 a0 ) 80 100 0 20 40 60 0 100

$=12 (Explosive, [6]> 1) =15 (Explosive Oscillation)
3000
8000
2000
6000
1000
©

4000 o
2000 -
0 -2000

0 10 20 30 a0 s 3 H o 15 20 25 30

Time Time

Q TSA ch2 ar1
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Quiz

96
Intrebarea 2

[ Observati: ACF are varf la lag 1, apoi se anuleazi. PACF scade gradual. Ce model?

Variante de raspuns

(A) AR(1)  (B) MA(1)

(C) ARMA(1,1) (D) Zgomot alb
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Tntrebarea 2: Rispuns

1.00
075
050
025
0.00

-0.25

1.00
075
050
025

0.00 1

-025

Raspuns corect: (B) MA(1)

] ACF se anuleazd = proces MA
[ PACF scade = confirmd MA(1)

AR(1): ACF Decays

MA(1): ACF Cuts Off

ARMA(L,1): Both Decay

1.00 1.00
0.75 0.75
0.50 0.50
0.25 0.25
0.00 0.00
-0.25 -0.25
0o 2 4 6 8 10 2 4 6 8 10 0o 2 4 6 8 10
AR(1): PACF Cuts Off MA(L): PACF Decays ARMA(L,1): Both Decay
1.0 1.0
05 05
o. 0.0
-05 -05
0 2 4 6 8 10 2 4 6 8 10 0 2 4 6 8 10

Lag

Q TSA ch2 ma1
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Quiz

98

Intrebarea 3

Intrebare

[0 Este MA(1) X; = & + 1.5e¢_1 invertibil?

Variante de raspuns

(A) Da, procesele MA sunt intotdeauna invertibile
(B) Da, deoarece 1.5 >0
(C) Nu, deoarece || =1.5>1

(D) Nu, procesele MA nu sunt niciodatd invertibile
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Intrebarea 3: R3spuns
Raspuns corect: (C) Nu, deoarece || =1.5 > 1
[J Invertibilitatea necesits 0] < 1
[ Aici |0] = 1.5 > 1, deci nu este invertibil
Invertibility of MA models
e MA polynomial roots Weights 1; (ARx)
1.0 ¢
cos] ® K \ . .
. X LI W
E—o.s &J = = l ‘
-1.0 i
20 -15 -10 70.5Reaoll;5nﬂ.5 10 15 20 0.0 25 5.0 75 LBJQDID 125 15.0 175 20.0
= Unit circle —e— 6=0.6 (convergent)
@ nvertible (|2 >1) —=— 6=1.5 (divergent)
X Non-invertible (jz] <1)
Q TSA_ch2 ma1
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Quiz

100
[ntrebarea 4

[ Forma compacta ¢(L)X; = 0(L)e: reprezintd ce model?

Variante de raspuns
(A) Model AR pur

(B) Model MA pur (C) Model ARMA (D) Niciunul de mai sus
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Tntrebarea 4: Rispuns

Raspuns corect: (C) Model ARMA
[ ¢(L) este polinomul AR, 6(L) este polinomul MA = ARMA(p,q)

ARMA(1,1): neither ACF nor PACF cut off

ARMA(1,1) Series ACF: mixed decay PACF: decay (no cutoff)
10 10
4 0.8 08
2 0.6 0.6
o ol S5
%, 5 oa E(J. 0.4
0.2
]
aZ | ‘Y It @ r 1 . 11
0.0 1 i T TEITTIND
. T o] ]
-02
0 50 100 150 200 250 300 0 5 10 15 20 0 5 10 15 20
Time Lag Lag

—— ARMA(L,1): ¢=0.7,6=0.4
Q TSA_ch2_arma
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Intrebarea 5

O Ceeste (1 — L)*X.?

Variante de raspuns
(A) Xe — Xe—1

(B) X: — 2Xi—1 + Xi—2 (C) Xi + Xe—1 + Xe—2 (D) Xi — X;—2

Analiza si Prognoza Seriilor de Timp
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Tntrebarea 5: Rispuns

Raspuns corect: (B) X; — 2X;—1 + Xi—2

O@Q-LP=1-2L+17
D (1 — L)2Xt = Xt — 2Xt_1 +Xt_2

Q TsA _ch2_lag operator
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Intrebarea 6

Intrebare

[ Comparand ARMA(1,1) vs ARMA(2,1) folosind BIC, care este corect?

Variante de raspuns

(A) BIC mai mic inseamn3 intotdeauna prognoze mai bune
(B) BIC penalizeazd complexitatea mai putin decat AIC

(C) Modelul cu BIC mai mic este preferat

(D) BIC poate compara doar modele cu acelasi numar de parametri
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Tntrebarea 6: Rispuns

Raspuns corect: (C) Modelul cu BIC mai mic este preferat

[J BIC mai mic indicd un echilibru mai bun intre calitatea estimarii si complexitate
[] BIC penalizeazd complexitatea mai mult decat AIC

AIC vs BIC: Lower is Better
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3 4
Model Order (p)
- AIC
- BIC

Q TSA_ch2 model selection
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Intrebarea 7

Intrebare

(] Dup3 estimarea unui model ARMA, rulati testul Ljung-Box pe reziduuri si obtineti p-value = 0.03.
Ce inseamn3 asta?

Variante de raspuns

(A) Modelul este adecvat, reziduurile sunt zgomot alb
(B) Modelul este inadecvat, reziduurile au autocorelatie
(C) Trebuie s3 cresteti dimensiunea esantionului

(D) Testul este neconcludent
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Tntrebarea 7: Rispuns

Raspuns corect: (B) Modelul este inadecvat

[ p-value < 0.05 respinge Ho (zgomot alb)
[ Indic3d autocorelatie reziduald rdmas3

Good Model: Residuals = White Noise Poor Model: Significant Autocorrelation
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]
]
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& 0.0 0.0
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w
[}
< -02 -0.2

~0.44 ~0.44

00 25 50 7.5 100 125 150 175 20.0 00 25 50 7.5 100 125 150 175 20.0
Lag Lag
-=- 95%Cl -=- 95%Cl

Q TSA ch2_diagnostics
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Intrebarea 8

Intrebare

[0 Pentru un model AR(1) stationar, ce se intdampl3 cu prognozele cand orizontul h — co?

Variante de raspuns

(A) Prognozele cresc nelimitat
(B) Prognozele oscileazi la nesfarsit
(C) Prognozele converg la media neconditionatd p

(D) Prognozele devin mai precise
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Tntrebarea 8: Rispuns

Raspuns corect: (C) Prognozele converg la i

B )A<,,+,,‘,, =+ ¢"(X, — 1) — p cand h — oo (deoarece |¢| < 1)

AR(1) Forecasts Converge to Unconditional Mean

1 hadh

VVV \/‘

70 80 90 100 110 120
Time.
— Observed
— Forecast
95% CI.
== Unconditional Mean
Unconditional CI Limit

Q TSA_ch2_forecasting
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Intrebarea 9

O Fie un proces AR(1) cu ¢ = 0.6 si 0 = 4. Cat este Var(X;)?

Variante de raspuns

(A)40  (B)556  (C)6.25 (D) 10.0

Analiza si Prognoza Seriilor de Timp
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Tntrebarea 9: Rispuns

Raspuns corect: (C) 6.25
O Var(X:) = 125 = o= = 523 = 6.25

1—¢2 0.64
D V . . . ~ 2 . . .
arianta procesului este mai mare decit o din cauza persistentei

o) =2
T1-02 Variance grows as [¢| -1
1=0 6.25 0 g 9l
° 35
5 30
A 4.00 2
o )
2 Z 20
>3 g
15 ¥(0) =6.25
2
10
1 0.64 2y
0.36 512
0 0
o g 1-¢2 ¥(0) 0.0 02 04 056 08 10
=4 =036 =0.64 =625 6

Q TSA_ch2_an1
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Intrebarea 10

[J Fie un proces MA(1) cu # = 0.5. Céat este p(1)7

Variante de raspuns

(A)050  (B)0.40  (C)0.25

(D) 0.33
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Tntrebarea 10: Rispuns

Raspuns corect: (B) 0.40
O p(l) = 2z = %5 = 2> =0.40

1462 140.25 1.25 ) R
[0 Observati cd p(1) < 6§ — autocorelatia este intotdeauna atenuati

__6
MA(1) ACF: 6=0.5 P =1-"3
+0.5
1.0
6=0.5
o p(1) = 0.40
0.8
0.2
06 p(1)=0.40
" =
& =)
<04 < 00
02 -0.2
0.0 -0.4
0 2 4 6 8 10 12 -20 -15 -10 -05 0.0 0.5 1.0 15 2.0
Lag ]

Q TSA ch2 ma1
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Intrebarea 11

Intrebare

[ Care afirmatie despre ACF-ul unui ARMA(1,1) este adevarata?

Variante de raspuns

(A) Se anuleazs dupi lag 1

(B) Descrestere exponentiald incepand de la lag 1, cu p(1) # ¢

(C) Este zero pentru toate lag-urile

(D) Urmeazs exact tiparul ¢" pentru orice h > 0

Analiza si Prognoza Seriilor de Timp
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Tntrebarea 11: R3spuns

Raspuns corect: (B) Descrestere exponentiala de la lag 1, cu p(1) # ¢

O p(1) = % # ¢ (componenta MA modificd lag-ul 1)

[ Pentru h > 2: p(h) = ¢ p(h — 1) — descrestere exponential3 ca la AR(1)

ACF Comparison: AR(1) vs MA(1) vs ARMA(1,1)

ARMA(1,1)

AR(1): $=0.7 MA(1): 6=0.4 $=07,6=0.4
1.0 1.0 1.0
0.8 0.8 08
0.6 0.6 0.6
5}
<o4 0.4 0.4
0.2 0.2 02 ‘ I I
0.0 0.0 0.0 TTT""
0 2 4 6 8 10 12 0 2 4 6 8 10 12 0 2 4 6 8 10 12
Lag Lag Lag

Q TSA ch2 arma
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Intrebarea 12

Intrebare

[J Un proces AR(2) are ¢1 = 0.8 si ¢ = 0.3. Este stationar?

Variante de raspuns

(A) Da, este stationar
(B) Nu, deoarece ¢1 + ¢ =1.1 > 1
(C) Nu se poate determina fard date

(D) Depinde de valoarea lui o
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Tntrebarea 12: R3spuns

Raspuns corect: (B) Nu, deoarece ¢ + ¢p =1.1 > 1

[0 Conditiile necesare pentru stationaritate AR(2):

Odr+¢2<1, ¢a—1 <1, P2 <1
[ Aici 0.8+ 0.3 =1.1 > 1 = prima conditie este inc3lcat3

AR(2) Stationarity Region
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= hi+or=1
S hamdi=1
oo (it

Q TSA ch2 ar2
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Intrebarea 13

Intrebare

[J Ce garanteaz3 teorema descompunerii Wold?

Variante de raspuns

(A) Orice serie de timp este un proces AR

(B) Orice proces stationar se poate scrie ca MA(00): Xe = 377 ¥jee—;

(C) Orice proces are variants finita

(D) Modelele ARMA sunt intotdeauna invertibile

Analiza si Prognoza Seriilor de Timp
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Tntrebarea 13: Rispuns

Raspuns corect: (B) Orice proces stationar = MA(c0)

) Teorema Wold: X: = 377 1jec—; + Dy, unde D; este componenta deterministd
[0 Aceasta justifici modelele ARMA: sunt aproxim3ri parcimonioase ale lui MA(c0)

Wold weights: y; = ¢/

(¢=0.7) > y? converges to y(0)
2.0
1.0
0.8 y18
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06 § 16 y(0) =1.96
= 2
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J

Number of terms j
—e— Partial sum
——- y(0)=1.96

Q TSA ch2 arma
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Intrebarea 14

Intrebare

[ AR(1) cu ¢ = 0.9, 0 = 1. Ce se intampl3 cu |3timea IC pe m3surd ce h — oo?

Variante de raspuns

(A) Rdmane constant3
(B) Scade la zero

(C) Creste spre 2 x 1.96 x 4/1/(1 —0.81) = 9.0

(D) Creste la infinit

Analiza si Prognoza Seriilor de Timp
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Tntrebarea 14: Rispuns

Raspuns corect: (C) Creste spre ~ 9.0
[ MSFE(00) = 125z = 1—h51 = 555 ~ 526

1-0.81 0.19

(] Latimea IC =2 x 1.961/5.26 ~ 2 x 1.96 x 2.29 ~ 9.0

MSFE convergence (¢ = 0.9) Cl width: 2 x 1.96 x VMSFE
5
8
. Limit =9.0
¥(0)=5.26 £6
b
i B
L =
3 (3]
= 24
in
)
2 2
1 0
0 10 20 30 40 50 0 10 20 30 40 50
Forecast horizon h Forecast horizon h

Q TSA ch2 forecasting
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