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Obiective de invatare

La finalul acestui capitol, veti fi capabili sa:

1. intelegeti conceptul de nestationaritate si implicatiile sale

2. Aplicati diferentierea pentru a obtine stationaritate

3. Folositi testul Augmented Dickey-Fuller (ADF) pentru detectarea rad3cinii unitate

4. Construiti, estimati si prognozati cu modele ARIMA (AutoRegressive Integrated Moving Average)
(p,d,q)

5. Evaluati prognozele prin metoda ferestrei mobile

6. Aplicati metodologia Box-Jenkins pe date reale (PIB SUA)
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Motivatie 4

De ce ARIMA? Datele nestationare sunt pretutindeni

Non-stationary data: sample mean is meaningless

S&P 500 Index US Real GDP (GDPC1) EUR/USD Exchange Rate
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[0 Preturile actiunilor, PIB (Produsul Intern Brut), cursurile de schimb prezintd trenduri sau mers
aleatoriu

[0 Media din esantion (linia rosie) nu este un estimator consistent pentru un proces nestationar
[ Modelele ARMA (AutoRegressive Moving Average) standard nu pot gestiona aceste serii direct

Q TSAicl'ﬁimotivation _ nonstationary
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https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_motivation_nonstationary

Motivatie

Solutia: diferentierea

Log US Real GDP (original) ACF — slow decay
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Observatie

[J Diferentierea transform3 o serie nestationard intr-una stationard: AY: = Y — Yi1
[0 ACF (Functia de Autocorelatie) se schimba de la descrestere lent3 la descrestere rapida.

Q TSA_ch3_motivation _differencing
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https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_motivation_differencing

Nestationaritatea n seriile de timp

De ce conteazd nestationaritatea

[J Multe serii de timp economice si financiare sunt nestationare:
» PIB, preturi de actiuni, cursuri de schimb, indici de inflatie
» Prezintad trenduri, medii in schimbare sau varianta in crestere

Consecintele nestationaritatii

] Modelele ARMA standard presupun stationaritate
[J Regresia OLS (Ordinary Least Squares — Metoda Celor Mai Mici P3trate) cu date nestationare

duce la regresie falsa
[ Momentele din esantion (medie, variantd, ACF) nu sunt estimatori consistenti
[J Inferenta statistic3 devine invalid3
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Nestationaritatea n seriile de timp

Exemplu: PIB real SUA

US Real GDP (FRED: GDPC1) — Non-stationary with trend
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—— Log USReal GDP -~~~ Mean = 9.66

Observatii

[] Trend ascendent clar = media nu este constant3
(1 Exemplu clasic de serie nestationara
[J Nu putem aplica modele ARMA direct

Q TSA_ch3_gdp_levels
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https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_gdp_levels

Nestationaritatea in seriile de timp

Tipuri de nestationaritate

Trend determinist Trend stochastic (rddacind unitate)

[l Model: Y; = a+ St + e [ Model: Y, = Y, 1 +&;
[1 Trend: functie determinist3 de timp [ Tip: proces de mers aleator

> Poa.te fi eliminat prin regresie » Trebuie eliminat prin diferentiere
[J Socuri: au efecte temporare [J Socuri: au efecte permanente

Distinctie importantd

[ Identificarea corectd este crucials
[J Eliminarea trendului prin regresie pentru un proces cu rddicin3 unitard duce la specificare eronat3
[J Diferentierea unui proces stationar in trend duce, de asemenea, la specificare eronat3
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Nestationaritatea n seriile de timp 9

Vizualizarea diferentei

Deterministic Trend Stochastic Trend (Unit Root)
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[] Stanga: Trend determinist — abaterile de la trend sunt temporare
[J Dreapta: Trend stochastic — socurile se acumuleazd permanent
[J Ambele arat3 similar, dar necesit3 tratamente diferite.

Q TSA_ch3_trend_comparison
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https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_trend_comparison

Nestationaritatea n seriile de timp 10

Procesul de mers aleator

Definitie 1 (Mers aleator)

[ Definitie: Y; = Yi—1 + ¢, & ~ WN(0,0°) (WN = White Noise, zgomot alb)
[ Conditie initiald: Yo=0= Y, =", ¢

Proprietatile mersului aleatoriu

[ E[Y:] = 0 (medie constant3)
[ Var(Y:) = to? (varianta creste in timp)
B Cov(Ye, Yek) = (t — k)o? pentru k < t

B ACF:pk:\/¥—>lcénd t — 0o
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Nestationaritatea n seriile de timp

Demonstratie: varianta mersului aleatoriu

Afirmatie

[ Pentru Y: = Yi—1 + e cu Yo =0: Var(Yy) = to?

Demonstratie

) Prin substitutie recursivd: Y; = Y1 +ec ==Y ,¢&

~ . t
O Luand varianta: Var(Y:) = >, Var(ei) +23°,_; Cov(ei, €))
[] Deoarece e sunt independente, toate covariantele sunt zero

O = Var(Yy) =37 0> =

Nestationaritate

[J Varianta depinde de t = incalc3 cerinta stationaritatii (Var(Y:) = v(0) constant)
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Nestationaritatea n seriile de timp 12

Demonstratie: autocovarianta mersului aleatoriu

Afirmatie

[ Cov(Ys, Yek) = (t — k)o? pentru k < t

Demonstratie

O Folosind Y, = >1_, i si Yk —Z, 1.5

Cov(Ys, Yik) = ZZCOV(&‘,,EJ) = ZVar

i=1 j=1
[J Doar termenii cu i = j sunt nenuli (cand i <t—k)

ACF

Cov(Y:,Yr—k) _ (t—k)o? _ t—k
g p(k) \/Var (Ye)Var(Y:_k) \/to'z t—k)o - &
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Nestationaritatea n seriile de timp 13

Mers aleator cu drift

Random Walk (no drift, 4 = 0)

Random Walk with Drift (u=0.15)

—— Trend drift (u=0.15)

=p+Yii+e © Yi=Yo+ut+3"

=

O E[Y:] = Yo + pt (media creste liniar);  Var(Y;) = to? (varianta tot creste)
[J Fara drift (albastru): oscileaza aleator in jurul valorii zero; Cu drift > 0 (rosu): trend ascendent
[J Ambele sunt nestationare — drift-ul adaug3 trend determinist la evolutia stochastic3

Q TSA_ch3_def random_walk_drift

Analiza si Prognoza Seriilor de Timp


https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_def_random_walk_drift

Nestationaritatea n seriile de timp 14

Simularea mersurilor aleatorii
Random Walk: no drift Random Walk: with Drift (u=0.1)
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[J Stanga: Mersuri aleatorii pure = f3r3 drift, evolueazd imprevizibil
[] Dreapta: Cu drift = trend ascendent in medie
[J Fiecare traiectorie este unicd — incertitudinea creste in timp

Q TSA_ch3_random_walk
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https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_random_walk

Nestationaritatea n seriile de timp 15

Procese integrate

Definitie 2 (Proces Integrat de Ordin d)

[J Notatie: Y;: ~ /(d) daca:
» Y; este nestationara
> (1—L)Y; = A?Y; este stationar
> (1— L)'V, este inc3 nestationars

Cazuri comune

[J /(0): Proces stationar (de ex., ARMA)
[ /(1): Prima diferents este stationard (cel mai frecvent pentru date economice)
[ /(2): A doua diferentd este stationard (mai rar)
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Nestationaritatea n seriile de timp 16

Proces integrat

1(0) — Stationary 1(1) — One difference needed 1(2) — Two differences needed
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Interpretare grafica

[0 Seriile /(1) si /(2) prezintd ACF cu descrestere foarte lenta
[ Fiecare diferentiere elimind o ridicin3 unitate
[0 Majoritatea seriilor economice sunt /(0) sau /(1)

Q TSA_ch3_def_integrated
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https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_def_integrated

Diferentierea si Operatorul diferent3 17

Operatorul diferent3
Definitie 3 (Prima Diferent3)

[J Operator: AY;=Y:— Y1 =(1-L)Y;
[ Notatie: L este operatorul lag (LY: = Y:i—1)

Diferente de ordin superior

[ A doua diferents: A%Y; = A(AY:) = (1 — L)*Y;
ENAY: =Y. — 2 FY
[ Diferenta de ordin d: A?Y, = (1 — L)Y,

Rezultat

[J Daci Y: ~ I(d), atunci A?Y; ~ /(0) (stationar)
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Diferentierea si Operatorul diferent3 18

Prima diferent3

Original series — /(1) After first difference — /(0)
354
3
30 4
25 4 29
L A
o] 5 li
= 5o LAl VUL AN AUt T T
10 4 [
54 -1
0 2
_5
0 25 50 75 100 125 150 175 200 0 25 50 75 100 125 150 175 200
Time Time
—— Y. (non-stationary) — AY:=Yi=Yi-1

[J Stanga: serie nestationara
[J Dreapta: dup3 prima diferentd, seria devine stationar3d

Q TSA_ch3_def difference
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https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_def_difference

Diferentierea si Operatorul diferent3 19

Exemplu: diferentierea unui mers aleator

Mers aleator la zgomot alb

[ Fie Y; = Yi—1 + &: (mers aleator). Luand prima diferents:
AY; =Y —Yi1=¢:

[ Prima diferent3 este zgomot alb = un proces stationar.

Interpretare

[0 Un mers aleator este /(1)
[0 O diferents il transform3 in /(0)
[J “Schimbarile” intr-un mers aleator sunt stationare
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Diferentierea si Operatorul diferent3

20

Demonstratie: diferentierea induce stationaritatea

[ Dacd Y; ~ I(1), atunci AY; = Y; — Y:_1 este stationar

Demonstratie: Mers aleator cu drift Y; = u+ Yi_1 + &;

[J Prima diferenta: AY; =Y — Y1 = p+ e

[0 Media: E[AY;] = p (constantd) v/

[ Varianta: Var(AY;) = o (constant3) v/

[ Autocovarianta: Cov(AY;:, AY;—x) =0 pentru k #0 v

Principiu general

(] Diferentierea elimind “memoria” care face varianta s3 se acumuleze
[J Pentru procese /(d), sunt necesare d diferente
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Diferentierea si Operatorul diferent3 21

ACF: detectarea nestationaritatii

ACF — Random Walk (slow decay = unit root)

0
075
& 050
2
o
0go{ HEEEEN e EEEE
4 5 10 15 20 25

- 95%Cl

55

ACF — After differencing (cuts off = stationary)

- 95%Cl

[J Sus: ACF mers aleator scade foarte lent = r3d3cin3 unitate
[J Jos: Dup3 diferentiere, ACF se anuleazi = stationar

Q TSA_ch3_acf nonstationary
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Diferentierea si Operatorul diferent3 22

Diferentierea in practici: exemplul PIB

GDP in levels (non-stationary) GDP growth rate (stationary)
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[0 Stanga: PIB in valori absolute = trend ascendent clar (nestationar)
[0 Dreapta: Rata de crestere PIB (diferenta logaritmicd) = fluctueazd in jurul mediei
[J Diferentierea elimin3 trendul si obtine stationaritatea

Q TSA _ch3_differencing
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https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_differencing

Diferentierea si Operatorul diferent3

23

Supra-diferentierea

Avertisment: Supra-diferentierea

[J Diferentierea mai mult decat este necesar introduce probleme:
» Creeaz3 autocorelatie negativy artificial3
» Infleaz3 varianta

» Pierde informatie

Exemplu

[0 Dac3 Y; ~ I(1), atunci AY; ~ 1(0)
[J Dar daci diferentiem din nou:

A’Y, =AY, —AYi1=¢er —et1

[J Acesta este un MA(1) cu 63 = —1 (la granita non-invertibilitatii).
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Modele ARIMA(p,d,q) 24
Definitia ARIMA
g i ||

Definitie 4 (ARIMA(p,d,q): ¢(L)(1 — L)4Y; = c + 0(L)e:)

B AR: ¢(L) =1— 1L — -+ — ¢pplP; MA: O(L) =14 01L+ -+ 04L%; 1. d diferente

[J Sus: seria ARIMA original3 (nestationars); Jos: dup3 diferentiere — ACF/PACF (Functia de

Autocorelatie Partial3) dezviluie p, g
Q TSA_ch3_def arima
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https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_def_arima

Modele ARIMA(p,d,q) 25,

Componentele ARIMA

AR(p) I(d) MA(a)
Autoregresiv Integrare Medie Mobila
Memorie Diferentiere Socuri

Cazuri speciale

[ ARIMA(p,0,q) = ARMA(p,q) = stationar

0 ARIMA(0,1,0) = Mers aleator

[ ARIMA(0,1,1) = IMA(1,1) = netezire exponentiald
[ ARIMA(1,1,0) = ARI(1,1) = AR(1) diferentiat

Analiza si Prognoza Seriilor de Timp o~



Modele ARIMA(p,d,q)
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Exemplu ARIMA(1,1,0)

Model ARI(1,1)

LAY =c+ ¢p1AYi—1 + e
[J Echivalent: (1 —¢1L)(1—L)Y:=c+e:

Interpretare

[0 Schimbarile in Y; urmeaz3 un proces AR(1)

[0 Dacd |¢1| < 1, schimbdrile sunt stationare

[] Y: in sine are un trend stochastic

[1 Model comun pentru multe serii de timp economice
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Modele ARIMA(p,d,q) 27

Exemplu ARIMA(0,1,1)

Model IMA(1,1)

B AY: =c+er+ 016c-1
[J Echivalent: (1 —L)Y; =c+ (14 61L)e:

Conexiunea cu netezirea exponentiald
[0 Modelul IMA(1,1) este echivalent cu netezirea exponentiala simpla:

\A/t+1 :OlytﬂL(l*Oé)Vt
[J unde a =1+ 61 (pentru —1 < 01 < 0)
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28

Rolul constantei in ARIMA

Termenul constant in ARIMA(p,d,q)

[1 Cand d > 0, constanta c are o interpretare diferit3:
O o(L)(1—L)Y: = c+0(L)e:

Implicatii importante

[0 Pentru d = 1: c reprezint3 drift-ul (schimbarea medie)

[0 Formula drift-ului: E[AY;] = m

[ Pentru d = 2: c¢ afecteaza curbura trendului
[] Adesea se presupune c =0 cand d > 1
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Teste de radicind unitate 29

Portret de cercetdtor: Dickey & Fuller

« Biografie
4 e

(] David Dickey: statistician american la NC State University. Doctorand al lui
Wayne Fuller la lowa State

] iy (A (] Wayne Fuller: statistician american, profesor la lowa State University
Y et ) [1 Impreun3 au dezvoltat testul fundamental pentru rad3cini unitate n serii de
timp

Contributii principale

[J Testul Dickey-Fuller (1979) — testul fundamental pentru rdd3cini unitate
[ Testul ADF (Augmented Dickey-Fuller) — extensie cu diferente intarziate
i Gl (ECEr=eTr e, [ Tabele de valori critice — distributii non-standard sub ipoteza nuld

T i () [] Testarea riguroas3 a ordinului de integrare pentru modelarea ARIMA

Analiza si Prognoza Seriilor de Timp
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https://en.wikipedia.org/wiki/David_Dickey
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Teste de radacini unitate 30

Testarea pentru radicini unitate

De ce testam?

[] Scop: inainte de a potrivi un model ARIMA, trebuie s3 determindm:
» Este seria stationara? (Este d = 07)
» Dacid nu, cate diferente sunt necesare? (Care este d?)

Teste comune de radicind unitate

[J DF (Dickey-Fuller) si ADF (Augmented Dickey-Fuller)
0 PP (Phillips-Perron)
[ KPSS (Kwiatkowski-Phillips-Schmidt-Shin) — test de stationaritate cu ipotezd nuld inversat3d
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Testul Dickey-Fuller

Configurare

[0 Consideram modelul AR(1): Y: = ¢Yi—1 + &¢. Scadem Y;_1:
= Ayt = (¢ — 1)yt—1 + et = "}/yt_l + &¢, unde Y= ¢ -1

Ipoteze

[J Ho: v =0 (r3dicin3 unitate, ¢ = 1, nestationar)
[ Hi: v < 0 (stationar, |¢| < 1)

Problem3

[J Sub Ho, statistica t nu urmeaz3 o distributie t standard!
[ Trebuie folosite valorile critice Dickey-Fuller
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Testul Augmented Dickey-Fuller (ADF)

Problema cu DF simplu

[ Limitare: dac3d existd dinamicd AR dincolo de AR(1), reziduurile DF vor fi autocorelate

Definitie 5 (Testul ADF)

[ Ecuatie: AY; =a+Bt+7Ye1+ Y 5AY: j+e
[] Test: Ho : v = 0 folosind valorile critice ADF

Alegerea lungimii lag-ului k

[J Folositi criterii informationale: AIC (Criteriul Informational Akaike), BIC (Criteriul Informational
Bayesian)

[ Tncepeti cu kmax, reduceti pan3 ultimul lag este semnificativ
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Teste de radicind unitate 33

Testul ADF
Stationary — ADF rejects Ho Non-stationary — ADF fails to reject Ho
“1 ADF stat = -6.68 0 DF stat = -0.89
p-valie = 0.0000 value = 0.7901

~104

—154

—204

—254

0 25 50 75 100 125 150 175 200 0 25 50 75 100 125 150 175 200
Time Time

[J Stanga: serie stationard = ADF respinge rid3cina unitate
[J] Dreapta: nestationara = ADF nu respinge

Q TSA_ch3_def_adf
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https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_def_adf

Teste de radacini unitate

34

Valori critice ADF
Model 1% 5% 10%
F3r3 constantd, fir3 trend —2.58 —1.95 —1.62
Cu constant3 —3.43 286 —2.57
Cu constant3 si trend —-3.96 —3.41 —-3.13

Regula de decizie

[J Statistica de test < valoare criticd = Respingem Hp (stationar)

[ Statisticd de test > valoare criticd = Nu respingem (radicini unitate)
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Teste de radicind unitate

Testul Phillips-Perron (PP)

Motivatie

[0 Ipoteze: Ho: R3d3cin3 unitate vs H;: Stationar (ca ADF)
[J Diferenta: foloseste o corectie non-parametric3 pentru corelatia seriald
» Nu adaugs diferente intarziate ca ADF

Statisticd de Test
52 T(32_52 N
[ Formula: Z; = t5 - \/‘;Zz* %
[ Notatie: \? este estimarea consistentd a variantei pe termen lung (Newey-West)

Avantaje fatd de ADF

[J Robust la heteroscedasticitate si corelatie serial3
[J Nu necesit3 selectarea lungimii lag-ului (foloseste Istime de bands)
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Testul KPSS

Ipoteze inversate

[J Spre deosebire de ADF: Hy: Stationar vs Hi: R3d3cini unitate
» Ipoteza nuli este inversata fatd de ADF/PP

Procedura KPSS

[] Descompunere: Y; =&t + re + & unde ry = re—1 + U
[J Test: verificam dacd Var(u:) =0
» Dac3 da, componenta aleatoare r; este constanta

Utilizare complementarsd cu ADF

] ADF respinge, KPSS nu respinge = Stationar
(1 ADF nu respinge, KPSS respinge = R3d3cin3 unitate
[J Ambele resping sau niciunul = Neconcludent

Analiza si Prognoza Seriilor de Timp



Identificarea modelului ARIMA

Metodologia Box-Jenkins

A Revenire la pasul 1
1. Identificare =~ K------ ; C
| dac¥ e nevoie
1
1
1
1
1
1 1
2. Estimare ’ |
1
1
1
1
- |
1

3. Validarea modelului }> ------ l

4. Prognoza I
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Identificarea modelului ARIMA 38

Pasul 1: Determinarea lui d

Procedurs

Reprezentati grafic seria de timp = c3utati trenduri, variant3 in schimbare
Examinati ACF = descrestere lentd sugereaza nestationaritate

Aplicati teste de radicind unitate (ADF, KPSS)

Dac3 nestationar3, diferentiati si repetati

P W=

Ghiduri practice

[J Majoritatea seriilor economice: d = 1 este suficient
[ Rar avem nevoie de d > 2

[J Dacd ACF al AY; tot scade lent, incercati d = 2
[ Atentie la supra-diferentiere (ACF cu p1 ~ —0.5)
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Pasul 2: Determinarea lui p si g

Dup3 diferentiere

[ Principiu: odat3 ce W; = A?Y; este stationar, folositi ACF/PACF pentru a identifica ARMA(p,q)

Model ACF PACF

AR(p) Scade exponential Se anuleaz3 dup3 lag p
MA(q) Se anuleaz3 dup3 lag g Scade exponential
ARMA(p.q) Scade Scade

Criterii informationale

[J Cand: tiparele ACF/PACF sunt neclare
[ AIC: —2In(L) +2k;  BIC: —2In(L) + kIn(n)
[ Notatie: L = verosimilitate, k = parametri, n = dimensiune esantion

[J Mai mic este mai bun; BIC penalizeazd complexitatea mai mult
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Algoritmi Auto-ARIMA

Selectie automatd a modelului

[0 Software-ul modern poate selecta automat (p, d, q):
» Python: pmdarima.auto_arima() R: forecast::auto.arima()

Cum functioneaza Auto-ARIMA

. Foloseste teste de rid3cin3 unitate pentru a determina d
. Potriveste modele pentru diverse combinatii (p, q)

. Selecteazd modelul cu cel mai mic AIC/BIC

. Optional foloseste c3utare pas cu pas pentru eficientd

AW N =

Atentie

[ Selectia automata este utild dar nu garantata
[] Verificati intotdeauna validitatea modelului.
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Metode de estimare

Estimarea prin MLE (Maximum Likelihood Estimation — Estimarea prin Verosimilitate

Maxima)

[1 Abordarea standard pentru ARIMA:
» Presupune ¢; ~ N(0, c?)
» Maximizeaz3 functia de verosimilitate
» Ofer3 estimatori consistenti, eficienti
» Furnizeaz3 erori standard pentru inferents

MLE conditionats vs exacta

] MLE Conditionata: Conditioneaza pe valorile initiale
[ MLE Exacta: Trateaza valorile initiale ca necunoscute
[J Diferenta diminueazd pe m3surd ce dimensiunea esantionului creste
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Log-verosimilitatea conditionat3

Functia de log-verosimilitate gaussiana
O £(0,0%) = — T In(27) — T In(0®) — 522 S, €2(6)

[ e(@) = Xi — X;j¢—1 sunt erorile de predictie la un pas
= 0: (¢1,...,¢p,91,...,9q,c)

Exemplu: ARIMA(1,1,1)

[ Erorile de predictie: e: = AXy — p1AXi—1 — O16,—1 — C

[J MLE conditionata: fixeazd eg = 0, calculeaz3 ey, ..., er, maximizeazs /¢

Estimarea lui o2

[ La parametrii optimi 0: 6% = T Z;l e2()
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Restrictii asupra parametrilor

Stationaritate si invertibilitate

[ Modelul ARIMA estimat ar trebui s3 satisfaca:
» Stationaritate AR: Rad3acinile lui ¢(z) = 0 in afara cercului unitate
» Invertibilitate MA: Rid3cinile lui 6(z) = 0 in afara cercului unitate

Verificare in practic3

[J Majoritatea software-ului raporteazi:
» Coeficienti estimati cu erori standard
» Ra&dicinile polinoamelor AR si MA
» Avertisment dac3 este detectatd aproape-ridicin3-unitate

Analiza si Prognoza Seriilor de Timp
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Diagnosticul modelului ARIMA

Verific3ri esentiale (aceleasi ca pentru ARMA, cf. Cap. 2)

[] Dacd modelul este corect, reziduurile &; trebuie s3 fie zgomot alb:
1. ACF/PACF rezidual: fir3 varfuri semnificative
2. Testul Ljung-Box: p-value > 0.05 = f3r3 autocorelatie
3. Graficul Q-Q: verificarea normalitatii
4. Heteroscedasticitate: variantd constant3 a reziduurilor

Actiuni dac3 diagnosticul indica probleme

[ Adiugati termeni AR sau MA suplimentari
[J Verificati rupturi structurale in serie
[J Reconsiderati ordinul de diferentiere d

Analiza si Prognoza Seriilor de Timp
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Testul Ljung-Box
Definitie 6 (Statistica Q Ljung-Box)
A2
Q(m)=n(n+2)>7" 4 nﬁfk. Sub Ho (fird autocorelatie): Q@(m) ~ x2(m —p — q)
[ Alegeti m ~ In(n) sau m = 10 trimestrial, m = 20 lunar
[] Gradele de libertate se ajusteaza pentru parametrii estimati
[J Respingeti dacd Q(m) depiseste valoarea criticd
Dac3 testul indica probleme
[J Luati in considerare adiugarea de termeni AR sau MA
[J Verificati rupturile structurale in serie
Analiza si Prognoza Seriilor de Timp o~
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Prognoze punctuale

Prognoza cu MSE (Mean Squared Error — Eroarea Medie Patraticd) minim

[] Prognozi optim3 la h pasi: \A/TH,‘T =E[Y74| Y7, YTo1,.. ]

Prognoza ARIMA(1,1,1)

B Model: (1 —¢1L)(1 = L)Y:=c+ (14 01L)e:
[ Un pas: YT+1|T =c+ YT+ ¢1(YT = YT_1) + 011
[ Multi-pas: inlocuiti 74 cu 0, Y7r4j cu Y71
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Intervale de prognozi

Incertitudinea prognozei

[ Varianta erorii la h pasi: Var(er ;) = o° ;1;01 Uh
[ 4)j sunt coeficientii reprezentdrii MA(oco)

Intervale de Tncredere

[J Sub normalitate, interval (1 — «)%: \A/TH,‘T + 7,2/ Var(erin)

Proprietate a seriilor 1(1)

[J Pentru procese integrate, varianta prognozei creste nelimitat cadnd h — oo
[ Intervalele se largesc in timp.
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Prognoze pe termen lung pentru ARIMA

Comportament cand h — oo

[0 Cu drift c: Prognoze punctuale = trend liniar; IC (Interval de Tncredere) = |5timea creste cu vh
[J Fara drift: Prognoze punctuale = converg la ultima valoare observat3; IC = tot cresc nelimitat

Implicatie practica

(] Prognozele ARIMA sunt cele mai fiabile pentru orizonturi scurte
[ Prognozele pe termen lung au benzi de incertitudine foarte largi
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Prognozi cu fereastrd mobil3: fix3 vs expandabild

Fereastra Fixa (Mobila) Fereastra Expandabila

- -

B Antrenament [ Prognozx

> Timp N Timp

Evaluarea acuratetii prognozei in afara esantionului

[ Fixa: fereastra alunec3, dimensiune constantd w — se adapteaz3 la schimb3ri de regim
[J Expandabila: fereastra creste — foloseste toate datele istorice
[1 Mimeaz3 scenariul de prognoza in timp real; oferd multiple erori pentru evaluare

Analiza si Prognoza Seriilor de Timp Ve



Prognoza cu ARIMA 50

Prognoz3 1-pas vs multi-pas

1-Pas inainte (recursiv) Multi-Pas (direct)
[ Prognozeaz3d doar perioada urm3toare [ Prognozeazd mai multe perioade inainte
» Re-estimeazd modelul dup3 fiecare pas » F3ara re-estimare intre pasi
» Foloseste valoarea reald odatd observat3 » Foloseste valori prognozate ca input
[1 Cea mai precisa pentru orizonturi scurte [ Incertitudinea se acumuleaz3 cu orizontul
1-Pas Tnainte Multi-Pas (h=3)

_. _> SR _ e
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Prognozi cu fereastrd mobild: exemplu pas cu pas
Configurare: ARIMA(1,1,0) cu ¢; = 0.6
[J Model: AY; = ¢p1AY; 1 +erunde AY: =Y, — Vi

Date la momentul T
[ Yr_»=100, Y71 =103, YT =108 = AY7r_1 =3, AYr =5

Prognoza punctuald la 1 pas

|

AYT+1|T—¢1 AYT—06X5—3

Vroar = Yr + &Y 77 = 108+ 3 =

Analiza si Prognoza Seriilor de Timp
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Prognoze punctuale multi-pas

Prognoza la 2 pasi

AY7ia7 =¢1- AY 747 =06%x3=18

Vri2im = Yraa 7 + AY o7 = 111 4 1.8 = 112.8

Formula generald pentru prognoza la h pasi (ARIMA(1,1,0))

AY 7ot =y - AYr

p ¢1(1 — ¢4
YrinT = YT+AYT'M

1—¢a

Numeric: Prognoza la 3 pasi
Yris7 = 108 +5 x 201-0-5) — 108 + 5 x 1.176 = | 113.88

Analiza si Prognoza Seriilor de Timp
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Intervale de incredere: formule

Varianta erorii de prognoza
[0 Pentru ARIMA(1,1,0) la h pasi:
O Var(eryn7) = 0° (1 =T %2)

@ ;= | s -
Yi=1l+¢1+---+¢, = T4, Pentruj >0

Interval de incredere (1 — )%

O \A/T+h|T + Za /2 " Vaf(eT+h\T)
[ Pentru IC 95%: Zo.025 = 1.96
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Interval de incredere: exemplu numeric

Date: 02 =4, ¢1 = 0.6, Y7,q)7 = 111

IC la 1 pas

Var(er 7)) = 0% = 4
IC 95% = 111 + 1.96 x v/4 = 111 + 3.92 = | [107.08, 114.92]
IC la 2 pasi (pentru Y757 = 112.8)

Y1 =1+¢1 =16, Var(erys7)=4(1+1.6%)=14.24
IC 95% = 112.8 + 1.96 x V/14.24 = 112.8 4+ 7.40 = | [105.40, 120.20]

Not3

[ IC se largeste pe masurd ce orizontul de prognoza creste.
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llustratie: fereastra mobild

Rolling Forecast — Sliding Window

74
104

Y

0 25 50 75 100 125 150 175 200

Time
—— Actual Data Training Window e Forecast Point

|
[J Fiecare fereastrd produce o prognoz3 la 1 pas

[0 Comparam prognozele cu valorile reale pentru a calcula RMSE (Root Mean Squared Error) si MAE
(Mean Absolute Error)

[J Fereastra mobild mentine estimarea modelului actualizat3

Q TSA_ch3_rolling_forecast
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Studiu de Caz: Prognoza PIB SUA
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Studiu de caz: analizi ARIMA complet3

[J Prognozd PIB Real al SUA folosind metodologia Box-Jenkins

Etape

Pasul 1: vizualizarea datelor si verificarea stationarit3tii
Pasul 2: Aplicarea testelor de radicini unitate (ADF, KPSS)
Pasul 3: Diferentiere dacd e necesar, identificare p si g
Pasul 4: Estimarea modelului ARIMA

Pasul 5: Diagnosticul modelului

Pasul 6: Generarea prognozelor cu intervale de incredere
Pasul 7: Evaluarea acuratetii prognozei

SISl

Date

[J PIB Real SUA (FRED — Federal Reserve Economic Data: GDPC1), Trimestrial
[J Perioadad: 1990T1-2024T2, n = 138 observatii
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Pasul 1: analiza initiald a datelor

Simulated GDP Index (Non-Stationary)

1960 1970 1980 1990 2000 2010
Date

[J Trend ascendent clar = medie neconstant3
[ Sc3dere notabili in 2020 (COVID-19)
[ Concluzie: nestationar, necesita diferentiere

Q TSA_ch3_case_raw_data
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Studiu de Caz: Prognoza PIB SUA

Pasul 2: testarea rid3cinii unitate

Test ADF pe log PIB (serie original3)

[] Statisticd test: —0.91

[ Valori critice: —3.48 (1%), —2.88 (5%), —2.58 (10%)

[J p-value: 0.79

[ Rezultat: Nu putem respinge Ho = R&dicind unitate prezenta

Test ADF pe prima diferentd (rata de crestere)

[ Statisticd test: —13.24
[J p-value: < 0.001
[J Rezultat: Respingem Ho la 1% = Stationar dup3 diferentiere

Concluzie

[J PIB este /(1) = Folosim d =1 in modelul ARIMA
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Pasul 3: Identificarea modelului prin ACF/PACF

ACF: Original Series PACF: Original Series
10 10
08 08
06 08
04 04
02] o
0.0 00 —ogmemeTen-T .""—' ------
R ) 3 I R R
Lag Lag
ACF: First Difference A, PAC: First Difference A,
10 10
08 08
o6 06
0a 04
02 0z
| PO TR IR N | | PO Y D [
oof Malp o=l i B L e 1] LB
=G kel I ket LI el | "
02 L 02, bl
¢ 3 © 5 & 5w 13 T L 5 & s ®
9 3

Analiza seriei diferentiate

[0 ACF: Varf la lag 1, apoi se anuleazd — sugereazd MA(1)
[0 PACF: Varf la lag 1, scade — sugereazd AR(1)
[ Candidate: ARIMA(1,1,0), ARIMA(0,1,1), ARIMA(1,1,1)

Q TSA ch3 case_acf_diff
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Pasul 4: Estimarea modelului

Compararea modelelor folosind criterii informationale

Model

Log-Lik

ARIMA(1,1,0)
ARIMA(0,1,1)
ARIMA(1,1,1)

364.6
364.4
376.5

Model selectat: ARIMA(1,1,1)

(1—0.35L)(1 — L)Y: = (1 + 0.58L)e;,

0 ¢ =
Q6 =

42 = 0.000156

0.35 (SE — Standard Error = 0.09), semnificativ la 1%
0.58 (SE = 0.08), semnificativ la 1%
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Pasul 5: diagnosticul modelului

Residuais over Time ResiduntDisrbution
-
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- 0

Analiza reziduurilor

[ Ljung-Box: Q(10) = 5.8, p-value = 0.83 — far3d autocorelatie
[ JB (Jarque-Bera): 156.4, p < 0.001 — non-normal (outlier COVID)
[J Concluzie: trece verificarile de autocorelatie

Q TSA_ch3_case_diagnostics
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Pasul 6: Prognoza cu intervale de incredere

Ultimele valori observate (log PIB)

O Yr =9.973 (2024T2), Yr_; = 9.956 (2024T1)
0 AYr =0.017, &7 = 0.004

Prognoza la 1 pas (2024T3)

AY 141 = Q1 AYT + 0167 = 0.35(0.017) + 0.58(0.004) = 0.0083

\A/-prl = 9.973 + 0.0083 =| 9.981

Interval de incredere 95%

[0 IC =9.981 £+ 1.96 x 1/0.000156 = [9.957, 10.006]
[ in valori absolute: Prognozi PIB = $21,652 mld
[ IC = [$21,142 mld, $22,175 mid]
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Pasul 7: Prognoz3 cu fereastrd mobild (Train/Val/Test)

US Real GDP: Rolling 1-Step Ahead Forecast with Train/Val/Test Split

975 /‘\//

Log(GDP)

1960 1970 1980 1990 2000 2010 2020
Date

— Training (70%)  —— Validation (15%) —— Test (15%) =~ Rolling Forecast 5%l

Prognoz3d 1-pas inainte cu fereastrd mobild (expandabils, 1C 95%)

[ Train 70% — Val 15% — Test 15%
[J Fereastrd expandabil3 re-estimeazd modelul la fiecare pas

Q TSA_ch3_case_rolling_forecast

Analiza si Prognoza Seriilor de Timp o~


https://github.com/QuantLet/TSA/tree/main/TSA_ch3/TSA_ch3_case_rolling_forecast
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Pasul 8: Evaluarea prognozei

GDP Forecast: ARIMA(1,1,1) Model

220
200 M
180
X
160
140
120
100
1960 1970 1980 1990 2000 2010

—— Training data —— Actual (test) —~— ARIMA(1,1,1) forecast

Performant3 out-of-sample (ultimele 12 trimestre)

[0 RMSE = 0.0486 ~ 4.86% eroare
[0 MAE = 0.0430 =~ 4.30% eroare
[0 Acuratete directie = 91% — a prezis corect crestere/scidere

Q TSA_ch3_case forecast
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Exercitiu Al: Gandire critic3

Prompt de testat in ChatGPT / Claude / Copilot

“Descarcd de pe FRED PIB-ul trimestrial real al SUA (seria GDPC1) din 2000-Q1 pana in 2024-Q4 (100 observatii).
Testeaza stationaritatea, diferentiazd dac3 e nevoie, estimeazd un model ARIMA si prognozeaza 8 trimestre. Vreau cod
Python complet cu grafice.”

Exercitiu

. Rulati prompt-ul intr-un LLM (Large Language Model) la alegere si analizati critic raspunsul.
. Testeaz3d stationaritatea cu ADF inainte de a estima ARIMA? Foloseste si KPSS?

. Cum determin3 ordinul de diferentiere d? Verificd supra-diferentierea?

. Cum alege ordinele p si g? Foloseste ACF/PACF sau doar auto__arima?

. Intervalele de incredere se largesc cu orizontul? (proprietate fundamentald (1))

g s W N =

Atentie: Codul generat de Al poate rula fir3 erori si arita profesional. Asta nu inseamnd c3 e corect.
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Rezumat

Ce am fnvatat in acest capitol

[J Nestationaritatea in seriile de timp
» Trend determinist vs stochastic; consecinte asupra inferentei statistice
[ Diferentierea si procesele integrate
> AY: = Y;: — Yi_1; dacd Y; ~ I(d), atunci A?Y; ~ I(0)
[J Modele ARIMA(p, d, q) si teste de rdd3cin3 unitate
» ADF, PP, KPSS; Box-Jenkins: identificare = estimare = validare
[ Prognoze cu intervale de incredere
» Pentru I(1): IC se l3rgesc nelimitat cu orizontul (o< v/h)

[0 Diferentiati cu atentie: O diferent3 este de obicei suficientd (d = 1)
[ Supra-diferentierea creeazi autocorelatie artificial3
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Ce urmeaz3i?

Capitolul 4: Modele SARIMA (Seasonal ARIMA) pentru date sezoniere

[] Sezonalitatea: tipare repetitive la intervale regulate

[0 Diferentierea sezoniera: operatorul (1 — L°)

[0 SARIMA(p, d, q)(P, D, Q)s: extensia sezonierd a ARIMA
[0 Identificarea modelului: ACF/PACF sezoniere

[J Studiu de caz: Prognoza pasagerilor aerieni

Intreb3ri?
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Intrebarea 1

Intrebare

[ O serie de timp Y; urmeazd un mers aleator: Y; = Y;_1 + ;. Care este Var(Y;)?

Variante de raspuns

(A) 2 (constants)

(B) t - o2 (creste liniar in timp)
(C) o2/t (scade in timp)

(D) 02t (creste exponential)
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Tntrebarea 1: Rispuns

Random Walk Paths: Variance Increases

80

60

Variance

40

Variance Grows Linearly with Time

0 20 40 60 80 100
Time (t)

Raspuns corect: (B) Var(Y;) =t - o2

40 60 80 100
Time (t)

— Var(Y)=t-o?

[J Varianta mersului aleatoriu creste liniar in timp = de aceea mersurile aleatorii sunt nestationare

Q TSA ch3 quizi_rw_variance
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Quiz 70

Intrebarea 2

Intrebare

[J Daci o serie Y; este 1(2), de cate ori trebuie diferentiatd pentru a atinge stationaritatea?

Variante de raspuns

(A) 0 ori (deja stationars)
(B) 1 dats
(C) 2 ori

(D) Nu poate fi ficutd stationard prin diferentiere

Analiza si Prognoza Seriilor de Timp



Quiz

71

Tntrebarea 2: Rispuns

Original I(2) Series

First Difference AY; (Still 1(1))

Second Difference A?Y; (Stationary 1(0))

5.0
0
2.5 2
-200 00l .
- 1
-400 25
> _600 -5.0 0
-800 =75 -1
~1000 -100 2
-12.5
=120 T T T T T T T T T T T
0 50 100 0 50 100 150 0 50 100 150
Time Time Wit

Raspuns corect: (C) 2 ori

[J I(d) inseamn3 “integratd de ordin d” = necesitd d diferente pentru stationaritate

Q Tsa _ch3_quiz2_differencing
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Quiz 72

Intrebarea 3

Intrebare

[ Rulati un test ADF si obtineti o statisticd de test de —2.1 cu valori critice: —3.43 (1%), —2.86
(5%), —2.57 (10%)
[ Ce concluzie trageti?

Variante de raspuns

(A) Respingem Hp: seria este stationar3 la toate pragurile de semnificatie
(B) Respingem Ho: seria este stationara doar la pragul de 10%

(C) Nu respingem Hp: seria probabil are ridicin3 unitate

(D) Testul este neconcludent
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Tntrebarea 3: Rispuns

ADF Test: Cannot Reject Unit Root (Non-stationary)

£ -25.?6 ]2?57
[
[
[ Tt
1 1 Sht
Ly
[
[
[
[
[
[
1

=5 -4 -3 -2 -1 o

ADF Tertolpiistic

Reject at 5%
Reject at 10%

= Cannot Reject

—Test Stat = -2.1

Raspuns corect: (C) Nu respingem Ho

[J Statisticd de test —2.1 > —2.57 (Valoare Critici 10%)
[J Nu putem respinge Ho la niciun prag de semnificatie
[J Luati in considerare diferentierea

Q TSA_ch3_quiz3_adf_test
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Quiz
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Intrebarea 4

Intrebare

(] Pentru un model ARIMA(1,1,0), care este tiparul ACF al seriei diferentiate AY;?

Variante de raspuns
(A) Se anuleazi dup3 lag 1

(B) Scade exponential (C) Alterneazs in semn
toate lag-urile

(D) Este zero la

Analiza si Prognoza Seriilor de Timp
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Tntrebarea 4: Rispuns

ACF of AR(1) with ¢ = 0.7: Exponential Decay Log Scale: Linear = Exponential Decay

10
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T 91
210
4 06 i
I o
& 2
0.4 &
0.2 102
=
0.0
0 2 4 6 8 10 12 14 16 2 4 6 8 10 12 14

Raspuns corect: (B) Scade exponential

[ ARIMA(1,1,0) = AY; urmeazd AR(1) cu ACF pi = ¢ (descrestere geometrics)

Q TSA ch3 quiz4 acf decay
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Quiz 76

Intrebarea 5

Intrebare

[J Ce se Intampl3 cu intervalele de incredere ale prognozei ARIMA pe m3sur3 ce orizontul h creste?
[J Consideram o serie (1)

Variante de raspuns

(A) R3man constante
(B) Se ingusteazad (mai mult3 precizie)
(C) Se lsrgesc nelimitat

(D) Se lsrgesc dar converg la o limit3
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Tntrebarea 5: Rispuns

1(1): CI Widens Without Bound

= N N
ol S b

95% CI Width

[
S

Cl Width: I(1) vs 1(0)

20 40 60 80 100 120
Time

Raspuns corect: (C) Se Iargesc nelimitat

[ Pentru I(1): I5timea IC o v/h (nelimitat3)
[J Pentru 1(0): IC converg la o limitd

5 10 15 20 25 30
Forecast Horizon h

— 1(1): «vh (unbounded)

= 1(0): converges to limit

35 40

Q TSA_ch3_quizs_forecast_ci
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Manuale si referinte suplimentare

[ Hamilton, J.D. (1994). Time Series Analysis, Princeton University Press.

[J Shumway, R.H., & Stoffer, D.S. (2017). Time Series Analysis and lts Applications, 4th ed.,
Springer.
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Resurse online si cod

[J Quantlet: https://quantlet.com — Platform3 de cod pentru metode cantitative

[J Quantinar: https://quantinar.com — Platform3 de invitare pentru metode cantitative

[ GitHub TSA: https://github.com/QuantLet/TSA/tree/main/TSA_ch3 — Cod Python pentru
acest capitol
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Va3 Multumim!

Intreb3ri?

Materialele cursului sunt disponibile la: https://danpele.github.io/Time-Series-Analysis/

Q Quantlet @ Quantinar
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