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Motivat, ie 2

Obiective de învăt,are

La finalul acestui capitol, vet, i fi capabili să:

1. Înt,eleget, i motivat, ia pentru analiza multivariată a seriilor de timp
2. Specificat, i s, i estimat, i modele VAR(p) (Vector Autoregresiv)
3. Aplicat, i teste de cauzalitate Granger
4. Interpretat, i funct, iile de răspuns la impuls (IRF)
5. Efectuat, i descompunerea variant,ei erorii de prognoză (FEVD)
6. Selectat, i ordinul optimal al lag-urilor folosind criterii informat, ionale
7. Implementat, i analiza VAR în Python
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Cuprins

Fundamente

⊡ Motivat, ie

⊡ Introducere în seriile de timp multivariate

⊡ Vector Autoregresiv (VAR)

⊡ Cauzalitate Granger

⊡ Funct, ii de răspuns la impuls

⊡ Descompunerea variant,ei erorii de prognoză

Aplicat, ii

⊡ Diagnosticarea VAR

⊡ Prognoza VAR

⊡ Exemplu practic

⊡ Studiu de caz: PIB s, i S, omaj

⊡ Extensii: Cauzalitate Modernă

⊡ Rezumat s, i Quiz
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Exemplu motivant: Dinamica macroeconomică

Observat, ii

⊡ Variabilele economice sunt interconectate: PIB afectează s,omajul, inflat, ia afectează ratele dobânzii
⊡ Schimbările într-o variabilă se propagă prin sistem
⊡ Înt,elegerea acestor dinamici necesită analiză multivariată
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Principiu: variabilele interact, ionează

Exemple

⊡ Legea lui Okun: PIB ↑ ⇒ s,omaj ↓
⊡ Regula Taylor: Inflat, ie ↑ ⇒ dobândă ↑
⊡ Curba Phillips: Compromis s,omaj-inflat, ie
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Observations OLS: y = 0.07x + 5.9
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Relat, ii de avans-întârziere

Observat, ii

⊡ Unele variabile preced altele: cres,terea PIB prezice scăderea s,omajului
▶ Corelat, ia încrucis,ată relevă sincronizarea relat, iilor
▶ Corelat, ie maximă la lag-ul 4: PIB-ul precede s,omajul cu ∼4 trimestre
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De ce modelele univariate nu sunt suficiente
Problema

⊡ ARIMA tratează fiecare variabilă izolat; ignoră interact, iunile s, i efectele de retroact, iune

Exemple

⊡ PIB–S, omaj, Dobândă–Inflat, ie, Act, iuni–Volum, Curs–Balant,ă comercială
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Ce vom învăt,a astăzi

Concepte fundamentale

1. Modele VAR: Cum să modelăm mai multe serii de timp împreună
2. Cauzalitate Granger: Ajută X la prognozarea lui Y ?
3. Funct, ii de răspuns la impuls: Cum se propagă s,ocurile?
4. Descompunerea variant,ei: Ce determină fiecare variabilă?

Exemplu recurent: Cres,terea PIB s, i s,omajul

⊡ Y1t : Cres,terea PIB s, i Y2t : Rata s,omajului (Legea lui Okun)
⊡ Întrebare centrală: Cauzează PIB-ul s,omajul, sau invers, sau ambele?

Aplicat, ii

⊡ Politică macroeconomică • Piet,e financiare • Ciclul de afaceri • Managementul
riscului
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Introducere în seriile de timp multivariate 9

Notat, ia seriilor de timp multivariate

Vector de variabile
⊡ Yt = (Y1t ,Y2t , . . . ,YKt)

′

▶ Vector K × 1 de serii de timp
⊡ Exemplu cu K = 2:

Yt =

(
Y1t

Y2t

)
=

(
Cres,tere PIBt

S, omajt

)

Întrebări fundamentale

1. Ajută Y1 la prognozarea lui Y2? (Cauzalitate Granger)
2. Cum afectează s,ocurile în Y1 pe Y2? (Răspunsuri la impuls)
3. Ce proport, ie din variant,a lui Y2 se datorează lui Y1? (Descompunerea variant,ei)
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Stat, ionaritate multivariată

Definit, ie: Stat, ionaritate slabă

⊡ O serie de timp K -dimensională Yt este slab stat, ionară dacă:
▶ E[Yt ] = µ (vector de medie constant)
▶ Cov(Yt ,Yt−h) = Γ(h) depinde doar de h, nu de t

Matricea de autocovariant,ă

⊡ Formula: Γ(h) = E[(Yt − µ)(Yt−h − µ)′] =

(
γ11(h) γ12(h)
γ21(h) γ22(h)

)
⊡ Proprietate: Γ(−h) = Γ(h)′ (transpusa, nu egală)
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Proprietăt, i ale covariant,ei încrucis,ate

Funct, ia de covariant,ă încrucis,ată

⊡ Pentru variabilele Yit s, i Yjt : γij(h) = Cov(Yit ,Yj,t−h) = E[(Yit − µi )(Yj,t−h − µj)]

Diferent,a fat,ă de cazul univariat

⊡ În general: γij(h) ̸= γij(−h)
⊡ Dar: γij(h) = γji (−h)
⊡ Matricea de covariant,ă încrucis,ată nu este simetrică pentru h ̸= 0

Exemplu

⊡ Dacă Y1 precede Y2:
▶ γ12(h) > 0 pentru h > 0
▶ γ12(h) ≈ 0 pentru h < 0
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Matricea funct, iei de corelat, ie

Definit, ie

⊡ Matricea de autocorelat, ie la lag-ul h:
R(h) = D−1Γ(h)D−1

⊡ D = diag(σ1, σ2, . . . , σK ) s, i σi =
√

γii (0)

Pentru cazul bivariat

⊡ Matricea: R(h) =
(
ρ11(h) ρ12(h)
ρ21(h) ρ22(h)

)
, unde ρij(h) =

γij (h)

σiσj

⊡ Interpretare:
▶ Diagonale: ACF (Autocorrelation Function) obis,nuite
▶ Extra-diagonale: corelat, ii încrucis,ate

Analiza s, i Prognoza Seriilor de Timp



Vector Autoregresiv (VAR) 13

Portret de cercetător: Sims & Granger

Christopher Sims (*1942)

Premiul Nobel 2011

® Wikipedia (en)

Biografie

⊡ Christopher Sims: econometrist american la Princeton
⊡ Premiul Nobel (2011) „pentru cercetări empirice privind cauza s, i efectul în

macroeconomie”
⊡ Clive Granger: economist britanic-american la UC San Diego
⊡ Premiul Nobel (2003) „pentru metode de analiză a seriilor economice cu

tendint,e comune (cointegrare)”

Clive Granger (1934–2009)

Premiul Nobel 2003

® Wikipedia (en)

Contribut, ii principale

⊡ Modele VAR (Sims, 1980) — vectori autoregresivi pentru macroeconomie
⊡ Cauzalitatea Granger (Granger, 1969) — concept de cauzalitate predictivă
⊡ Funct, ii impuls-răspuns s, i identificarea VAR structural
⊡ Cointegrarea (Granger, 1981) — relat, ii de echilibru pe termen lung
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Modelul VAR(p)

Definit, ie

⊡ Un model VAR(p) pentru K variabile:

Yt = c + A1Yt−1 + A2Yt−2 + · · ·+ ApYt−p + εt

⊡ Yt : vector K × 1 de variabile endogene
⊡ c: vector K × 1 de constante
⊡ Ai : matrice de coeficient, i K × K
⊡ εt : vector K × 1 de termeni de eroare cu E[εt ] = 0, E[εtε

′
t ] = Σ, E[εtε

′
s ] = 0 pentru t ̸= s

(decorelare temporală)
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VAR(1) cu două variabile

VAR(1) bivariat

⊡ Forma matriceală: (
Y1t

Y2t

)
=

(
c1

c2

)
+

(
a11 a12

a21 a22

)(
Y1,t−1

Y2,t−1

)
+

(
ε1t

ε2t

)

Ecuat, ie cu ecuat, ie

⊡ Ecuat, ia 1: Y1t = c1 + a11Y1,t−1 + a12Y2,t−1 + ε1t

⊡ Ecuat, ia 2: Y2t = c2 + a21Y1,t−1 + a22Y2,t−1 + ε2t

⊡ Esent, ial: Fiecare ecuat, ie include lag-uri ale tuturor variabilelor.
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Exemplu numeric: VAR(1)

Model VAR(1) specific

⊡ Exemplu numeric: (
Y1t
Y2t

)
=

(
0.5
0.3

)
+

(
0.7 0.2
−0.1 0.6

)(
Y1,t−1
Y2,t−1

)
+

(
ε1t
ε2t

)

Interpretarea coeficient, ilor

⊡ a11 = 0.7: Cres,tere de 1 în Y1 la t−1 ⇒ Y1 la t cres,te cu 0.7
⊡ a12 = 0.2: Cres,tere de 1 în Y2 la t−1 ⇒ Y1 la t cres,te cu 0.2
⊡ a21 = −0.1: Cres,tere de 1 în Y1 la t−1 ⇒ Y2 la t scade cu 0.1
⊡ a22 = 0.6: Cres,tere de 1 în Y2 la t−1 ⇒ Y2 la t cres,te cu 0.6

Analiza s, i Prognoza Seriilor de Timp



Vector Autoregresiv (VAR) 17

VAR(2): dinamică de ordin superior

Specificat, ia VAR(2)

⊡ Forma generală: Yt = c + A1Yt−1 + A2Yt−2 + εt

⊡ Pentru K = 2, p = 2: fiecare ecuat, ie are 1 + pK = 5 parametri, total K(1 + pK) = 10

Dezvoltat

⊡ Ecuat, iile individuale:

Y1t = c1 + a
(1)
11 Y1,t−1 + a

(1)
12 Y2,t−1 + a

(2)
11 Y1,t−2 + a

(2)
12 Y2,t−2 + ε1t

Y2t = c2 + a
(1)
21 Y1,t−1 + a

(1)
22 Y2,t−1 + a

(2)
21 Y1,t−2 + a

(2)
22 Y2,t−2 + ε2t

Blestemul dimensionalităt, ii

⊡ VAR(p) cu K variabile are K + pK 2 parametri; cu K = 5, p = 4: 5 + 4 × 25 = 105 parametri.
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VAR Bayesian (BVAR) — Priori Minnesota

TSA_ch6_bvar

Problema: Blestemul dimensionalităt, ii în VAR
VAR(p) cu K variabile necesită estimarea a K + pK2 parametri. Cu K=5, p=4: 105 parametri; cu K=20, p=4: 1620 parametri ⇒
supraajustare severă (overfitting).

Abordarea Bayesiană: prior + verosimilitate → posterior

⊡ Teorema lui Bayes: p(A,Σ | Y) ∝ p(Y | A,Σ) p(A,Σ)

⊡ Prior-ul introduce informat, ie suplimentară, regularizând estimarea ⇒ shrinkage
⊡ Echivalent cu un estimator de tip ridge/Tikhonov cu structură economică

Priori Minnesota (Litterman, 1986; Doan, Litterman & Sims, 1984)

⊡ Medie a priori pentru coeficient, i:

E[A(ℓ)
ij ] =

{
δi dacă i = j , ℓ = 1 (mers aleatoriu: δi = 1)
0 altfel (lag-uri proprii superioare s, i efecte încrucis,ate)

⊡ Variant,ă a priori cu structură ierarhică:

Var
(
A

(ℓ)
ij

)
=


(
λ/ℓd

)2 dacă i = j (lag propriu)(
λθ/ℓd

)2 · (σ̂2
i /σ̂

2
j

)
dacă i ̸= j (efect încrucis,at)

⊡ λ — tightness (intensitatea contract, iei globale): λ → 0: prior dominant ⇒ mers aleatoriu;
λ → ∞: OLS fără restrict, ii

⊡ θ ∈ (0, 1] — contract, ie suplimentară pe efectele încrucis,ate (θ < 1 penalizează)
⊡ d ∈ {1, 2} — rata de descres,tere cu lag-ul (lag decay); d=1 liniar, d=2 pătratic
⊡ σ̂2

i /σ̂
2
j — scalare pentru a t, ine cont de diferent,ele de scală între variabile
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Estimare s, i Select, ie în BVAR

TSA_ch6_bvar_estimation

Posterior conjugat: Normal–Inverse-Wishart (NIW)

⊡ Sub priori Minnesota cu matrice de covariant,ă Σ cunoscută (sau condit, ionat pe Σ):
vec(A) | Y,Σ ∼ N

(
vec(Ā), Σ⊗ V̄

)
unde V̄ =

(
V−1

0 + X′X
)−1 s, i Ā = V̄

(
V−1

0 A0 + X′Y
)

⊡ V0 — matricea de precizie a priori (diagonală sub Minnesota); A0 — media a priori
⊡ Posterior pe Σ: Σ | Y ∼ IW

(
S̄ , ν̄

)
cu S̄ = S0 + (Y − XĀ)′(Y − XĀ)

Select, ia hiperparametrilor

⊡ Verosimilitatea marginală (marginal likelihood):
p(Y | λ, θ, d) =

∫∫
p(Y | A,Σ) p(A,Σ | λ, θ, d) dA dΣ

⊡ Sub prior NIW conjugat, p(Y | λ, θ, d) are formă analitică (matricial-t)
⊡ Optimizare: căutare pe grilă (grid search) peste (λ, θ, d) sau maximizare numerică
⊡ Alternativ: validare încrucis,ată pseudo-out-of-sample pe fereastră mobilă

Simulare posterioară pentru priori non-conjugate

⊡ Când priori-ul nu este conjugat (ex: Stochastic Search Variable Selection — SSVS), se utilizează
es,antionarea Gibbs:

(1) A(s) ∼ p(A | Σ(s−1),Y) (2) Σ(s) ∼ p(Σ | A(s),Y)

⊡ Ref.: Koop & Korobilis (2010) — Bayesian Multivariate Time Series Methods for Empirical
Macroeconomics
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Extensii BVAR s, i Aplicat, ii

TSA_ch6_bvar_extensions

Large BVAR (Bańbura, Giannone & Reichlin, 2010)

⊡ Sisteme cu K = 100+ variabile: λ se scalează cu dimensiunea sistemului (λ ∝
√
K)

⊡ Performant,ă de prognoză comparabilă cu modelele factoriale (factor models)
⊡ Principiul „blessing of dimensionality” : mai multe serii ⇒ prior mai informativ

BVAR cu parametri variabili în timp (TVP-BVAR)

⊡ Coeficient, i ce evoluează: At = At−1 + ηt , ηt ∼ N (0,Q) (random walk)
⊡ Volatilitate stocastică: log σ2

i,t = log σ2
i,t−1 + ζi,t (Primiceri, 2005)

⊡ Capturează schimbări structurale, regimuri de politică monetară
⊡ Estimare prin filtre Kalman + es,antionare MCMC (Carter & Kohn, 1994)

Steady-State BVAR (Villani, 2009)

⊡ Prior specificat pe mediile necondit, ionate µ = (I − A1 − · · · − Ap)
−1c în loc de coeficient, i

⊡ Permite încorporarea directă a opiniilor expert, ilor privind nivelurile de echilibru (ex.: t, inta de
inflat, ie)

Aplicat, ii s, i software

⊡ Bănci centrale: Federal Reserve (model BVAR de prognoză), BCE, Riksbank (Ramses II —
DSGE-BVAR)

⊡ R: bvartools, BVAR, bvarsv, mfbvar (frecvent,ă mixtă)
⊡ Python: statsmodels (suport limitat); PyFlux, BVARmml
⊡ MATLAB: BEAR Toolbox (BCE), BVAR Toolbox (Dieppe, Legrand, van Roye, 2016)
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Proces VAR simulat
Observat, ii

⊡ Proces VAR(1) bivariat simulat — interdependent,a dintre serii
⊡ Fiecare variabilă răspunde la propriul trecut s, i trecutul celeilalte variabile
⊡ Dinamica încrucis,ată vizibilă
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Forma companion
Conversia VAR(p) la VAR(1)

⊡ Orice VAR(p) poate fi scris ca VAR(1) în forma companion: ξt = Aξt−1 + vt

Pentru VAR(2)

⊡ Forma: (
Yt

Yt−1

)
︸ ︷︷ ︸

ξt

=

(
A1 A2

IK 0

)
︸ ︷︷ ︸

A

(
Yt−1

Yt−2

)
︸ ︷︷ ︸

ξt−1

+

(
εt

0

)
︸ ︷︷ ︸

vt
⊡ Dimensiune: A este Kp × Kp

Produsul Kronecker ⊗

⊡ Dacă A este m × n s, i B este p × q, atunci A ⊗ B este matricea mp × nq:

A ⊗ B =


a11B · · · a1nB

.

.

.
. . .

.

.

.
am1B · · · amnB


⊡ Utilizare: vec(ΣY ) = (IK2 − A ⊗ A)−1 vec(Σε) — matricea de covariant,ă a VAR stat, ionar
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Stat, ionaritatea VAR

Condit, ia de stabilitate

⊡ VAR(p) este stabil (stat, ionar) dacă toate rădăcinile lui:

det(IK − A1z − A2z
2 − · · · − Apz

p) = 0

⊡ Se află în afara cercului unitate (adică |z | > 1)

Pentru VAR(1)

⊡ Modelul este stabil dacă toate valorile proprii ale lui A1 sunt mai mici decât 1 în valoare absolută
⊡ Exemplu: Pentru A1 =

(
0.5 0.1
0.2 0.3

)
, valorile proprii sunt λ1 ≈ 0.57 s, i λ2 ≈ 0.23 — ambele < 1 ⇒

stabil.
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Condit, ia de stabilitate: exemplu numeric

Pentru A =

(
0.7 0.2
−0.1 0.6

)
⊡ Polinomul caracteristic: det(A − λI) = 0

det

(
0.7 − λ 0.2
−0.1 0.6 − λ

)
= (0.7 − λ)(0.6 − λ) + 0.02 = 0

=⇒ λ2 − 1.3λ+ 0.44 = 0

Solut, ie

⊡ λ = 1.3±
√

1.69−1.76
2 = 0.65 ± 0.132i

⊡ |λ| =
√

0.652 + 0.1322 =
√

0.44 = 0.663 < 1 ✓ Stabil.
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Condit, ia de stabilitate: interpretare vizuală
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TSA_ch6_stability_roots
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Media unui VAR stat, ionar

Media necondit, ionată

⊡ Pentru un VAR(1) stat, ionar: Yt = c + AYt−1 + εt

⊡ Luând medii: E[Yt ] = c + AE[Yt−1]

⊡ Deoarece E[Yt ] = E[Yt−1] = µ (stat, ionaritate):

µ = c + Aµ ⇒ µ = (IK − A)−1c

Exemplu

⊡ Dacă c =

(
0.5
0.3

)
s, i A =

(
0.7 0.2
−0.1 0.6

)
:

µ =

(
0.3 −0.2
0.1 0.4

)−1(0.5
0.3

)
=

1
0.14

(
0.4 0.2
−0.1 0.3

)(
0.5
0.3

)
=

(
1.86
0.29

)
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Structura covariant,ei pentru VAR(1)

Matricea variant,ă-covariant,ă Γ(0)

⊡ Pentru VAR(1), variant,a satisface ecuat, ia discretă Lyapunov: Γ(0) = AΓ(0)A′ +Σ

Autocovariant,a la lag-ul h

⊡ Formula: Γ(h) = AhΓ(0), h ≥ 0
⊡ Autocovariant,ele scad geometric cu valorile proprii ale lui A

Rezolvarea ecuat, iei Lyapunov

⊡ Se rezolvă prin vectorizare: vec(Γ(0)) = (IK2 − A ⊗ A)−1vec(Σ)
⊡ ⊗ denotă produsul Kronecker
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Estimarea VAR

Estimarea OLS
⊡ Fiecare ecuat, ie poate fi estimată prin OLS (Ordinary Least Squares – metoda celor mai mici

pătrate) separat:

Â =

(
T∑

t=1

YtY′
t−1

)(
T∑

t=1

Yt−1Y′
t−1

)−1

⊡ Eficient, deoarece toate ecuat, iile au aceias, i regresori

Matricea de covariant,ă

⊡ Estimatorul: Σ̂ = 1
T−Kp−1

∑T
t=1 ε̂t ε̂

′
t

⊡ Erorile ε1t s, i ε2t pot fi corelate contemporan
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Select, ia lag-ului: exemplu
Observat, ii

⊡ Date reale SUA (FRED): PIB s, i S, omaj, T = 140 trimestre
⊡ AIC s, i BIC pentru lag p = 1, . . . , 10 (pot sugera ordine diferite); valori mici = ajustare mai bună;

ambele selectează p = 2
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Select, ia ordinului lag-ului
Criterii informat, ionale

⊡ Alegem p care minimizează:

AIC(p) = ln |Σ̂p |+
2pK2

T

BIC(p) = ln |Σ̂p |+
pK2 lnT

T

HQ(p) = ln |Σ̂p |+
2pK2 ln lnT

T
(Hannan-Quinn)

⊡ unde: Σ̂p = matricea de covariant,ă a reziduurilor, K = nr. variabile, p = nr. lag-uri, T =
dimensiunea es,antionului

Îndrumări

⊡ AIC tinde să selecteze modele mai mari (prognoză); BIC selectează modele mai mici (select, ie
consistentă)

⊡ Începet, i cu pmax bazat pe frecvent,a datelor (ex. 4 pentru trimestrial, 12 pentru lunar)
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Modele VAR restrict, ionate
De ce restrict, ionăm?

⊡ Modelele VAR complete pot fi supraparametrizate:
▶ Mult, i coeficient, i pot fi nesemnificativi
▶ Prognoze slabe
▶ Pierdere de grade de libertate

Restrict, ii comune

⊡ Restrict, ii de zero: Setăm coeficient, i mici la zero
⊡ Exogenitate de bloc: Unele variabile nu afectează altele
⊡ Excluderea lag-urilor: Excludem anumite lag-uri

Testarea restrict, iilor

⊡ Folosim testul raportului de verosimilitate (LR — Likelihood Ratio):
⊡ LR = T (ln |Σ̂R | − ln |Σ̂U |) ∼ χ2

r , unde r = numărul de restrict, ii
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Ce este cauzalitatea Granger?

Clive Granger (1969, premiul Nobel 2003)

⊡ “X cauzează Granger pe Y ” dacă valorile trecute ale lui X ajută la prognozarea lui Y
⊡ Criteriul esent, ial: dincolo de ce pot prezice valorile trecute ale lui Y singure

Distinct, ie importantă: Cauzalitate Granger ̸= cauzalitate reală

⊡ Cauzalitatea Granger este despre cont, inut predictiv
⊡ nu implică cauzare economică/structurală
⊡ “X cauzează Granger pe Y ” înseamnă: X cont, ine informat, ii utile pentru prognoza lui Y
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Definit, ie formală

Cauzalitate Granger

⊡ X nu cauzează Granger pe Y dacă:
E[Yt |Yt−1,Yt−2, . . . ,Xt−1,Xt−2, . . .] = E[Yt |Yt−1,Yt−2, . . .]

⊡ Adăugarea istoricului lui X nu îmbunătăt,es,te predict, ia lui Y

În contextul VAR

⊡ VAR(1): Y1t = c1 + a11Y1,t−1 + a12Y2,t−1 + ε1t

▶ Y2 nu cauzează Granger pe Y1 dacă a12 = 0
⊡ VAR(p): nu cauzează dacă a

(1)
12 = a

(2)
12 = · · · = a

(p)
12 = 0
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Testarea cauzalităt, ii Granger

Ipotezele testului

⊡ H0: Y2 nu cauzează Granger pe Y1

▶ a
(1)
12 = a

(2)
12 = · · · = a

(p)
12 = 0

⊡ H1: Cel put, in un a
(i)
12 ̸= 0

▶ Există cauzalitate Granger

Statistica testului: Testul Wald

⊡ Formula: F = (RSSR−RSSU )/p
RSSU/(T−2p−1) ∼ Fp,T−2p−1

⊡ RSSR (Residual Sum of Squares): suma pătratelor reziduurilor din modelul restrict, ionat (fără
lag-urile lui Y2)

⊡ RSSU : suma pătratelor reziduurilor din modelul nerestrict, ionat (VAR complet)
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Tipuri de cauzalitate Granger
X Y

Unidirect,ională: X → Y

X Y

Unidirect,ională: Y → X

X Y

Bidirect,ională: X ↔ Y

X Y

Fără cauzalitate

Exemple economice

⊡ Masa monetară ⇒ Product, ie? (viziunea monetaristă)
⊡ Pret,urile act, iunilor ⇒ Volumul tranzact, ionat (bidirect, ională)
⊡ Vremea ⇒ Recolta (unidirect, ională, evident)
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Corelat, ie încrucis,ată: ilustrare vizuală

Interpretare

⊡ Stânga: două serii înrudite; Dreapta: CCF (Cross-Correlation Function — funct, ia de corelat, ie
încrucis,ată)

⊡ CCF relevă că X precede Y (corelat, ii semnificative la lag-uri pozitive)
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Funct, ia de corelat, ie încrucis,ată

Definit, ie 1 (Funct, ia de corelat, ie încrucis,ată)

⊡ Corelat, ia încrucis,ată între Xt s, i Yt la lag-ul k:
ρXY (k) =

γXY (k)

σXσY
=

Cov(Xt ,Yt+k )√
Var(Xt)Var(Yt)

Interpretare

⊡ ρXY (k) > 0 la k > 0: X este corelat pozitiv cu Y viitor (X poate precede Y)
⊡ ρXY (k) > 0 la k < 0: X este corelat pozitiv cu Y trecut (Y poate precede X)

Notă

⊡ Spre deosebire de ACF, corelat, ia încrucis,ată nu este simetrică: ρXY (k) ̸= ρXY (−k) în general
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Cauzalitate Granger: considerat, ii practice

Capcane comune

1. Variabile omise: O a treia variabilă Z poate cauza atât X cât s, i Y
2. Nestat, ionaritate: Testul necesită date stat, ionare (sau cointegrare)
3. Select, ia lag-ului: Rezultatele pot fi sensibile la p
4. Mărimea es,antionului: Necesită suficiente observat, ii

Bune practici

⊡ Pregătirea datelor: testat, i pentru rădăcini unitare; folosit, i criterii multiple pentru select, ia lag-ului
⊡ Robustet,e: verificat, i la diferite ordine ale lag-ului; raportat, i rezultatele pentru ambele direct, ii
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Test cauzalitate Granger: exemplu numeric

Testare: Cauzează cres,terea masei monetare Granger product, ia?

⊡ Model nerestrict, ionat (VAR cu 2 lag-uri):
∆Yt = c + α1∆Yt−1 + α2∆Yt−2 + β1∆Mt−1 + β2∆Mt−2 + εt

⊡ Model restrict, ionat (H0: β1 = β2 = 0):
∆Yt = c + α1∆Yt−1 + α2∆Yt−2 + εt

Calculul testului

⊡ T = 100, RSSU = 45.2, RSSR = 52.8:
F =

(52.8 − 45.2)/2
45.2/(100 − 5)

=
3.8

0.476
= 7.98

⊡ F0.05(2, 95) = 3.09 ⇒ Respingem H0: Banii cauzează Granger product, ia.
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Procedura Toda-Yamamoto

Problema cu datele nestat, ionare

⊡ Testul Granger standard are distribut, ii non-standard când:
▶ Variabilele au rădăcini unitare
▶ Variabilele sunt cointegrate

Solut, ia Toda-Yamamoto (1995)

1. Determinăm ordinul maxim de integrare dmax

2. Estimăm VAR(p + dmax) în niveluri
3. Testăm restrict, ii doar pe primele p lag-uri
4. Lag-urile suplimentare dmax nu sunt testate (doar pentru distribut, ia corectă)

Avantaj

⊡ Testul Wald are distribut, ie asimptotică χ2 indiferent de cointegrare.
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Cauzalitate instantanee
Definit, ie

⊡ X cauzează instantaneu pe Y dacă:
▶ E[Yt |Ωt−1,Xt ] ̸= E[Yt |Ωt−1]
▶ Ωt−1: toate informat, iile trecute

Testarea în VAR

⊡ Testăm σ12 ̸= 0 în Σ =

(
σ2

1 σ12

σ12 σ2
2

)
⊡ σ12 = 0 ⇒ fără cauzalitate instantanee

Interpretare

⊡ Cauze posibile: s,ocuri comune sau agregarea datelor
⊡ Nu neapărat efecte contemporane reale
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Cauzalitate Granger în sisteme multiple

Testul exogenităt, ii de bloc

⊡ Într-un VAR cu K > 2 variabile, testăm dacă un grup de variabile cauzează Granger un alt grup
⊡ Exemplu: Cauzează variabilele financiare (rate ale dobânzii, pret,uri act, iuni) Granger variabilele

reale (PIB, s,omaj)?

Statistica testului

⊡ χ2 = T
(
ln |Σ̂R | − ln |Σ̂U |

)
∼ χ2

K1·K2·p

⊡ unde K1 = variabile “cauzate”, K2 = variabile “cauzatoare”
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Ce sunt funct, iile de răspuns la impuls?

Definit, ie

⊡ Funct, ie de Răspuns la Impuls (IRF)
▶ Efectul unui s,oc punctual la o variabilă
▶ Asupra valorilor curente s, i viitoare ale tuturor variabilelor

Întrebarea la care răspund IRF-urile

⊡ “Dacă apare un s,oc de 1 unitate la Y1 astăzi, ce se întâmplă cu Y1 s, i Y2 în următoarele h
perioade?”

Reprezentarea MA(∞)

⊡ Un VAR(p) stabil: Yt = µ+
∑∞

i=0 Φiεt−i

⊡ Φi = răspunsurile la impuls la orizontul i
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Calculul IRF pentru VAR(1)

Pentru VAR(1): Yt = c + AYt−1 + εt

⊡ Matricele de răspuns la impuls sunt:

Φ0 = IK , Φ1 = A, Φ2 = A2, . . . , Φh = Ah

Interpretare

⊡ [Φh]ij : Efectul asupra lui Yi la t + h
▶ Al unui s,oc unitar la Yj la momentul t

⊡ VAR stabil: Φh → 0 când h → ∞
▶ S, ocurile dispar în timp
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Calculul IRF pentru VAR(p) general

Formula recursivă pentru VAR(p)

⊡ Pentru Yt = c + A1Yt−1 + · · ·+ ApYt−p + εt :

Φh =

min(h,p)∑
j=1

AjΦh−j , h = 1, 2, 3, . . .

⊡ Cu Φ0 = IK s, i Φh = 0 pentru h < 0

Exemplu: IRF pentru VAR(2)

⊡ Φ0 = IK
⊡ Φ1 = A1Φ0 = A1

⊡ Φ2 = A1Φ1 + A2Φ0 = A2
1 + A2

⊡ Φ3 = A1Φ2 + A2Φ1 = A1(A2
1 + A2) + A2A1
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Funct, ii de răspuns la impuls: exemplu
Observat, ii

⊡ Răspunsul fiecărei variabile la un s,oc unitar
⊡ Zonele umbrite = intervale de încredere
⊡ VAR stabil: răspunsurile converg la zero
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IRF ortogonalizate

Problema: Erori corelate
⊡ Σ nu este diagonală

▶ S, ocurile ε1t s, i ε2t sunt corelate
▶ Un s,oc la “Y1” implică s, i un s,oc la “Y2”

Solut, ie: Descompunerea Cholesky

⊡ Factorizare: Σ = PP′ (P: inferior triunghiulară)
⊡ S, ocuri ortogonalizate: ut = P−1εt cu E[utu′

t ] = I
⊡ IRF ortogonalizate: Θh = ΦhP

Ordinea contează

⊡ De la “cea mai exogenă” la “cea mai endogenă”
▶ Rezultatele depind de ordinea variabilelor
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Descompunerea Cholesky: Cum funct, ionează

Exemplu numeric

⊡ Fie Σ =
(

4 2
2 5

)
. Factorul Cholesky P (inferior triunghiular) cu Σ = PP′:

P =

(
2 0
1 2

)
⇒ PP′ =

(
2 0
1 2

)(
2 1
0 2

)
=

(
4 2
2 5

)
= Σ ✓

Interpretare: Ce implică ordinea

⊡ P21 = 1 ̸= 0: Un s,oc unitar la Y1 are efect imediat asupra Y2 (impact = 1)
⊡ P12 = 0: Un s,oc la Y2 nu afectează contemporan pe Y1

⊡ Y1 este “mai exogenă” — afectează Y2 instantaneu, dar nu s, i invers

Inversarea ordinii (Y2 primul)

⊡ Schimbarea ordinii dă un P diferit s, i IRF-uri diferite
⊡ Teoria economică ghidează ordinea — ex., PIB înainte de s,omaj (legea lui Okun)
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Exemplu numeric IRF

Pentru A =

(
0.7 0.2
−0.1 0.6

)
⊡ Calculul matricelor IRF:

Φ0 =

(
1 0
0 1

)
, Φ1 = A =

(
0.7 0.2
−0.1 0.6

)
,

Φ2 = A2 =

(
0.47 0.26
−0.13 0.34

)
Interpretare

⊡ [Φ2]12 = 0.26: Un s,oc unitar la Y2 cres,te Y1 cu 0.26 după 2 perioade
⊡ [Φ2]21 = −0.13: Un s,oc unitar la Y1 scade Y2 cu 0.13 după 2 perioade
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Răspunsuri la impuls cumulative

Definit, ie

⊡ IRF cumulativ până la orizontul H: ΨH =
∑H

h=0 Φh

⊡ Măsoară efectul total acumulat al unui s,oc

Multiplicatorul pe termen lung

⊡ Pentru VAR stabil: Ψ∞ = (IK − A1 − A2 − · · · − Ap)
−1

⊡ Aceasta dă efectul permanent al unui s,oc punctual

Când să folosim

⊡ IRF cumulative sunt utile când ne interesează impactul total (ex. pierderea cumulată de PIB după
un s,oc)
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Intervale de încredere pentru IRF
Surse de incertitudine
⊡ IRF sunt funct, ii de parametrii estimat, i Â1, . . . , Âp ⇒ au incertitudine de es,antionare

Metode pentru benzi de încredere

1. Asimptotice: Folosim metoda delta pentru a deriva erorile standard
2. Monte Carlo: Simulăm din distribut, ia asimptotică a lui Â
3. Bootstrap: Rees,antionăm reziduurile s, i reestimăm VAR

Procedura Bootstrap

1. Estimăm VAR, salvăm reziduurile {ε̂t}
2. Extragem cu înlocuire {ε̂∗

t }; generăm es,antion bootstrap cu VAR estimat
3. Reestimăm s, i calculăm IRF; repetăm de B ori
4. Folosim percentilele pentru IC (intervale de încredere)
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VAR structural (SVAR)

Motivat, ie

⊡ S, ocurile VAR standard εt sunt inovat, ii de formă redusă ⇒ combinat, ii liniare de s,ocuri structurale
⊡ Vrem să identificăm s,ocuri structurale semnificative economic

Forma structurală

⊡ Modelul structural:
B0Yt = Γ0 + B1Yt−1 + · · ·+ BpYt−p + ut

⊡ ut sunt s,ocuri structurale cu E[utu′
t ] = IK

Relat, ia cu forma redusă

⊡ εt = B−1
0 ut ⇒ Σ = B−1

0 (B−1
0 )′
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Exemplu IRF structural

Observat, ii

⊡ IRF structurale (Cholesky) — ordinea variabilelor afectează interpretarea
⊡ Restrict, ii contemporane: prima variabilă react, ionează doar la propriile s,ocuri
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Identificare în SVAR

Problema identificării
⊡ Σ are K(K + 1)/2 elemente unice, dar B−1

0 are K 2 elemente
⊡ Avem nevoie de K(K − 1)/2 restrict, ii suplimentare.

Scheme comune de identificare

1. Restrict, ii pe termen scurt: Efecte de impact zero (Cholesky)
2. Restrict, ii pe termen lung: Efecte zero pe termen lung (Blanchard-Quah)
3. Restrict, ii de semn: Constrângeri de inegalitate pe IRF
4. Instrumente externe: Folosim informat, ii din afară

Exemplu: Ordonare Cholesky (recursivă)

⊡ Pentru K = 2: B−1
0 =

(
b11 0
b21 b22

)
⊡ Variabila 1 nu răspunde la s,ocul 2 contemporan
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FEVD: Exemplu

Observat, ii

⊡ Proport, ia variant,ei prognozei atribuibilă fiecărui s,oc structural
⊡ Dinamica temporală: orizonturi scurte — s,ocuri proprii domină; efectele încrucis,ate cresc în timp
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Descompunerea variant,ei

Întrebare
⊡ Ce proport, ie din variant,a erorii de prognoză a lui Yi la orizontul h se datorează s,ocurilor la Yj?

Formula FEVD

FEVDij(h) =

∑h−1
s=0 [Θs ]

2
ij∑h−1

s=0
∑K

k=1[Θs ]2ik

⊡ Dă procentul din variant,a prognozei la h pas, i a lui Yi explicat de s,ocurile la Yj

Proprietăt, i

⊡ 0 ≤ FEVDij(h) ≤ 1
⊡
∑K

j=1 FEVDij(h) = 1 (suma la 100%)
⊡ La h = 1: S, ocurile proprii domină (prin construct, ia Cholesky)
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FEVD: Exemplu numeric

Calculul FEVD pentru VAR bivariat

⊡ Folosind IRF ortogonalizate Θh, FEVD la orizontul H:

FEVD11(H) =

∑H−1
h=0 θ2

11(h)∑H−1
h=0 [θ2

11(h) + θ2
12(h)]

Exemplu de calcul

h θ11(h) θ12(h) θ2
11(h) θ2

12(h)

0 1.00 0.00 1.00 0.00
1 0.70 0.20 0.49 0.04
2 0.47 0.26 0.22 0.07

⊡ FEVD11(3) = 1.00+0.49+0.22
1.00+0.49+0.22+0.00+0.04+0.07 = 1.71

1.82 = 94%
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Descompunerea istorică: Exemplu

Observat, ii

⊡ Contribut, ii structurale: fiecare culoare = un s,oc diferit, stivuite însumează abaterea de la medie
⊡ Utilitate: identifică s,ocurile din episoadele istorice

0 25 50 75 100 125 150 175 200
Time

4

2

0

2

Va
lu

e

Historical Decomposition of Y1

Y1, t actual

0 25 50 75 100 125 150 175 200
Time

4

2

0

2

Co
nt

rib
ut

io
n

Decomposition by Structural Shocks

Contribution of shock 1 Contribution of shock 2

TSA_ch6_historical_decomp

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch6/TSA_ch6_historical_decomp


Descompunerea variant,ei erorii de prognoză 59

Descompunerea istorică

Definit, ie

⊡ Descompunerea istorică descompune fiecare valoare observată în contribut, ii de la fiecare s,oc
structural:

Yit − Ȳi =
K∑
j=1

t−1∑
s=0

θij(s) · uj,t−s

Aplicat, ie

⊡ “Cât din scăderea PIB din 2008 s-a datorat s,ocurilor financiare vs. s,ocurilor petroliere?”
▶ Atribuie mis,cările istorice unor s,ocuri identificate specifice
▶ Util pentru analiza politicilor s, i interpretarea narativă
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Diagnosticarea reziduurilor

Ce trebuie verificat
⊡ După estimarea VAR, verificăm că reziduurile ε̂t se comportă ca zgomot alb:

▶ Fără corelat, ie serială
▶ Variant,ă constantă (homoscedasticitate)
▶ Normalitate (pentru inferent,ă)

De ce contează

⊡ Reziduuri autocorelate ⇒ estimări ineficiente
⊡ Heteroscedasticitate ⇒ erori standard invalide
⊡ Non-normalitate ⇒ inferent,a poate fi nesigură
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Testarea corelat, iei seriale

Testul Portmanteau (Ljung-Box)

⊡ Statistica de test:
Qh = T (T + 2)

h∑
j=1

1
T − j

tr
(
Ĉ′
j Ĉ

−1
0 Ĉj Ĉ−1

0
)

⊡ Ĉj =
1
T

∑T
t=j+1 ε̂t ε̂

′
t−j . Sub H0: Qh ∼ χ2

K2(h−p)

Testul LM (Lagrange Multiplier) Breusch-Godfrey

⊡ Regresăm ε̂t pe ε̂t−1, . . . , ε̂t−h s, i regresorii originali
⊡ LM = T · R2 ∼ χ2

K2h sub H0

Dacă este respins

⊡ Cres,terea ordinului lag-ului p sau adăugarea de variabile suplimentare
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Testarea heteroscedasticităt, ii

Testul ARCH-LM (Autoregressive Conditional Heteroscedasticity)

⊡ Testează pentru heteroscedasticitate condit, ionată autoregresivă:

ε̂2
it = α0 + α1ε̂

2
i,t−1 + · · ·+ αq ε̂

2
i,t−q + vt

⊡ H0: α1 = · · · = αq = 0 (homoscedasticitate)
⊡ LM = TR2 ∼ χ2

q

Versiunea multivariată

⊡ Testăm toate ecuat, iile împreună folosind:

vech(ε̂t ε̂
′
t) = c +

q∑
j=1

Bjvech(ε̂t−j ε̂
′
t−j) + vt
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Testarea normalităt, ii
Testul JB — Jarque-Bera (univariat)

JB =
T

6

(
S2 +

(κ− 3)2

4

)
∼ χ2

2

⊡ unde S = asimetrie, κ = kurtosis

Normalitate multivariată (Doornik-Hansen)

⊡ Transformăm reziduurile s, i testăm asimetria s, i kurtosis comune:

DH = s′1(Ω
−1/2)′(Ω−1/2)s1

+ s′2(Ω
−1/2)′(Ω−1/2)s2 ∼ χ2

2K

Notă

⊡ Normalitatea este adesea respinsă în datele financiare; folosit, i erori standard robuste dacă
non-normalitatea este severă
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Grafic rezumat diagnostic

Observat, ii

⊡ ACF reziduurilor nu prezintă autocorelat, ie semnificativă
⊡ Histograma aproximează distribut, ia normală
⊡ Q-Q plot urmează linia de 45°
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Prognoze punctuale din VAR

Prognoză iterativă

⊡ Pentru VAR(1): Yt = c + AYt−1 + εt

⊡ Prognoză la 1 pas: ŶT+1|T = c + AYT

⊡ Prognoză la 2 pas, i: ŶT+2|T = c + AŶT+1|T

⊡ Prognoză la h pas, i: ŶT+h|T = c + AŶT+h−1|T

Formula directă

⊡ ŶT+h|T = (I + A + A2 + · · ·+ Ah−1)c + AhYT

⊡ Pentru VAR stabil: converge la µ = (I − A)−1c când h → ∞
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Eroarea de prognoză s, i MSE

Eroarea de prognoză la h pas, i

⊡ eT+h|T = YT+h − ŶT+h|T =
∑h−1

j=0 AjεT+h−j

Matricea MSE (Mean Squared Error — eroarea medie pătratică)

⊡ MSE(ŶT+h|T ) = E[eT+h|T e′T+h|T ] =
∑h−1

j=0 AjΣ(Aj)′

De ret, inut

⊡ MSE cres,te cu orizontul h
⊡ Pentru VAR stabil: MSE converge la variant,a necondit, ionată Γ(0)
⊡ Prognoze pe termen lung ⇒ media necondit, ionată cu incertitudine = Γ(0)
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Prognoze VAR: Exemplu

Observat, ii

⊡ Prognoze punctuale: linie continuă dincolo de date, converg la media necondit, ionată
⊡ Intervale de încredere: se lărgesc cu orizontul de prognoză
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Intervale de încredere pentru prognoză

Construirea intervalelor

⊡ Pentru erori distribuite normal, IC (1 − α): Ŷi,T+h|T ± zα/2

√
[MSE(ŶT+h|T )]ii

Regiuni de încredere comune

⊡ Pentru mai multe variabile, folosim elipsoizi:

(YT+h − ŶT+h|T )
′[MSE(ŶT+h|T )]

−1

× (YT+h − ŶT+h|T ) ≤ χ2
K ,α

Notă

⊡ Acestea presupun parametri cunoscut, i
⊡ Metodele bootstrap t, in cont de incertitudinea parametrilor
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Evaluare out-of-sample: VAR vs. AR

Metodologie generală

⊡ Train / Test Split: împărt, im datele antrenare + test; estimăm pe train, evaluăm pe test
⊡ De ce VAR vs. AR? AR ignoră celelalte variabile; VAR exploatează interdependent,ele
⊡ Metrică: RMSE (vezi Capitolul 0)
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Evaluarea prognozei

Evaluare out-of-sample

⊡ Împărt, im datele: es,antion de estimare (1 la T1) s, i es,antion de testare (T1 + 1 la T )
⊡ Erorile de prognoză: et+h = Yt+h − Ŷt+h|t

Metrici comune (vezi Capitolul 0 pentru definit, iile complete)

⊡ RMSE: penalizează erorile mari MAE: robust la outlieri MAPE: procentual, independent de
scală

Testul Diebold-Mariano

⊡ Testează dacă prognozele VAR sunt semnificativ mai bune decât alternativa:
DM = d̄√

σ̂2
d
/n

∼ N(0, 1), unde dt = L(e1t)− L(e2t)
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PIB s, i s,omaj: Date trimestriale

Observat, ii

⊡ Cres,terea PIB s, i rata s,omajului: Legea lui Okun, tipare ciclice comune
⊡ Sistem bivariat ideal pentru analiză VAR + cauzalitate Granger
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Exemplu: PIB s, i s,omaj

Legea lui Okun

⊡ Există o relat, ie negativă între cres,terea PIB s, i s,omaj:

∆Ut ≈ −β(∆Yt − ḡ)

⊡ ḡ = cres,terea tendent, ială a PIB, β ≈ 0.4

Întrebări pentru analiza VAR

1. Cauzează cres,terea PIB Granger modificările s,omajului?
2. Cauzează s,omajul Granger cres,terea PIB?
3. Cum se propagă s,ocurile între variabile?
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Rezultate VAR estimate

Observat, ii

⊡ Coeficient, i estimat, i cu erori standard s, i statistici t
⊡ Select, ia modelului: criterii informat, ionale (AIC, BIC) s, i diagnostic reziduuri
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Fluxul de lucru VAR

Etapele analizei VAR

1. Pregătirea datelor: Verificăm stat, ionaritatea (teste de rădăcină unitară); transformăm dacă este
necesar (diferent,e, logaritmi)

2. Select, ia lag-ului: Folosim criteriile AIC, BIC, HQ; verificăm autocorelat, ia reziduurilor
3. Estimare: OLS ecuat, ie cu ecuat, ie; verificăm stabilitatea (valori proprii)
4. Analiză: Teste de cauzalitate Granger; funct, ii de răspuns la impuls; descompunerea variant,ei
5. Prognoză: Prognoze punctuale s, i intervale de încredere
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Rezultate cauzalitate Granger

Rezultatele testului: PIB s, i s,omaj

Ipoteza nulă Statistica F df p-valoare Decizie

PIB ⇏ S, omaj 8.42 (2, 95) 0.0004 Respingem
S, omaj ⇏ PIB 2.15 (2, 95) 0.1220 Nu respingem

Interpretare

⊡ Cres,terea PIB cauzează Granger s,omajul (în acord cu Legea lui Okun)
⊡ S, omajul nu cauzează semnificativ Granger PIB (în acest es,antion)
⊡ Pe date reale, cauzalitatea poate fi bidirect, ională (a se vedea studiul de caz)
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VAR politică monetară: IRF

Observat, ii

⊡ S, oc monetar contract, ionist: cres,terea ratei dobânzii
⊡ Răspunsul variabilelor: product, ia — efect maxim la 4–6 trim.; inflat, ia — răspuns mai lent
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Exemplu: Analiza politicii monetare

VAR cu trei variabile
⊡ Studiem mecanismul de transmisie monetară cu:

▶ Y1: Gap-ul de product, ie (devierea PIB de la trend)
▶ Y2: Rata inflat, iei
▶ Y3: Rata dobânzii (instrument de politică)

Întrebări

1. Cum afectează un s,oc al ratei dobânzii product, ia s, i inflat, ia?
2. Cât timp trece până se simte efectul maxim?
3. Ce fract, iune din variant,a product, iei se datorează s,ocurilor monetare?
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Studiu de caz: Relat, ia dintre PIB s, i s,omaj

Date

⊡ Date reale SUA (FRED, 1990–2024): Cres,tere PIB s, i Rata S, omajului (T = 140 trimestre)
⊡ Corelat, ie negativă vizibilă între serii (Legea lui Okun); dinamică bidirect, ională

4.4

4.5

4.6

4.7

4.8

4.9

5.0

EU
R/

RO
N

Exchange Rate Data for VAR Analysis (Yahoo Finance)

EUR/RON

2022-01 2022-04 2022-07 2022-10 2023-01 2023-04 2023-07 2023-10 2024-01
Date

1.00

1.05

1.10

1.15

EU
R/

US
D

EUR/USD

TSA_ch6_case_raw_data

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch6/TSA_ch6_case_raw_data


Studiu de caz: PIB s, i S, omaj 79

Pasul 1: Analiză preliminară

Rezultate

⊡ PIB: ACF scade rapid ⇒ stat, ionar; S, omaj: ACF persistent (ADF — Augmented Dickey-Fuller:
p = 0.02)

⊡ Corelat, ie negativă PIB–S, omaj (ρ = −0.17); cross-corelat, ie sugerează relat, ii bidirect, ionale
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Pasul 2: Select, ia ordinului VAR

Rezultate

⊡ Criteriile AIC s, i BIC sugerează VAR(2); compromis între complexitate s, i ajustare
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Pasul 3: Testul Granger de cauzalitate

Rezultate

⊡ PIB ⇒ S, omaj: F = 17.35, p < 0.001 ⇒ PIB “cauzează Granger” S, omajul
⊡ S, omaj ⇒ PIB: F = 38.93, p < 0.001 ⇒ cauzalitate bidirect, ională (Legea lui Okun)
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Pasul 4: Funct, ii de răspuns la impuls (IRF)

Rezultate IRF

⊡ S, oc PIB ⇒ efect negativ persistent asupra s,omajului (Legea lui Okun, >20 trim.)
⊡ S, oc S, omaj ⇒ efect pozitiv de scurtă durată asupra PIB (recuperare, 2–3 trim.)
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Pasul 5: Descompunerea variant,ei (FEVD)

Rezultate FEVD

⊡ PIB: ∼65% din variant,ă explicată de propriile s,ocuri, ∼35% de s,ocurile S, omaj
⊡ S, omaj: dominat de s,ocurile PIB (∼65% la h = 1, crescând la ∼92% la h = 20)
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Pasul 6: Diagnosticarea reziduurilor

Diagnostic

⊡ Reziduurile nu prezintă autocorelat, ie semnificativă (ACF în limite)
⊡ Non-normalitate semnificativă (JB respins) ⇒ datorită valorilor extreme COVID-19
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Pasul 7: Prognoza VAR

Rezultate prognoză

⊡ Prognoză pe 12 trimestre; VAR captează interdependent,ele dintre serii
⊡ Prognozele converg spre valorile de echilibru pe termen lung

2023-10-152023-11-012023-11-152023-12-012023-12-152024-01-012024-01-15
Date

3.5

4.0

4.5

5.0

5.5

6.0

6.5

EU
R/

RO
N

EUR/RON Forecast

Historical Forecast 95% CI

2023-10-152023-11-012023-11-152023-12-012023-12-152024-01-012024-01-15
Date

0.9

1.0

1.1

1.2

1.3

EU
R/

US
D

EUR/USD Forecast

Historical Forecast 95% CI

TSA_ch6_case_forecast

Analiza s, i Prognoza Seriilor de Timp

https://github.com/QuantLet/TSA/tree/main/TSA_ch6/TSA_ch6_case_forecast


Studiu de caz: PIB s, i S, omaj 86

Pasul 8: Rolling forecast – VAR vs AR

Procedura
⊡ Train/Test recursiv: W = 80, re-estimare la fiecare pas; modele AR(2) vs VAR(2)

⊡ RMSE expanding: RMSEt =
√

1
t

∑t
s=1 e

2
s ; intervale de încredere 95%

⊡ Rezultate mixte:
▶ S, omaj — VAR −10% RMSE fat,ă de AR (informat, ia din PIB ajută)
▶ PIB — VAR +6% RMSE fat,ă de AR (informat, ia din s,omaj nu aduce beneficii)
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Studiu de caz: PIB s, i S, omaj 87

Pasul 8: Rolling forecast – VAR vs AR
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Pasul 9: Comparat, ie out-of-sample – AR vs VAR
Metodologie

⊡ Prognoză recursivă: estimare pe [1, . . . , t], prognoză ŷt+1|t

⊡ RMSE: RMSEt =
√

1
t

∑t
s=1 e

2
s

⊡ VAR reduce RMSE pentru S, omaj (∼10%), nu s, i pentru PIB
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Exercit, iu AI: Gândire critică
Prompt de testat în ChatGPT / Claude / Copilot

“Descarcă de pe FRED: rata trimestrială de cres,tere a PIB real SUA (A191RL1Q225SBEA) s, i rata lunară a s,omajului

(UNRATE, agregată trimestrial) din 2000-Q1 până în 2024-Q4 (100 observat,ii). Testează cauzalitatea Granger în

ambele direct,ii, estimează un model VAR s, i calculează funct,iile impuls-răspuns ortogonalizate. Vreau cod Python

complet.”

Exercit, iu:

1. Rulat, i prompt-ul într-un LLM (Large Language Model) la alegere s, i analizat, i critic răspunsul.
2. Testează stat, ionaritatea fiecărei variabile înainte de a estima VAR?
3. Cum selectează ordinul lag-urilor? Compară AIC, BIC, HQ?
4. Funct, iile impuls-răspuns sunt ortogonalizate? Discută ordonarea Cholesky?
5. Verifică condit, ia de stabilitate (valorile proprii în interiorul cercului unitate)?

⊡ Atent, ie: Codul generat de AI poate rula fără erori s, i arăta profesional. Asta nu înseamnă că e
corect.

Analiza s, i Prognoza Seriilor de Timp
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Concluzii

Modele VAR
⊡ Modelează mai multe serii de timp împreună
⊡ Fiecare variabilă depinde de propriile lag-uri S, I lag-urile altor variabile
⊡ Estimare prin OLS ecuat, ie cu ecuat, ie; necesită stat, ionaritate

Cauzalitate Granger

⊡ Testează dacă X ajută la prognozarea lui Y dincolo de istoricul propriu al lui Y
⊡ Nu este la fel cu cauzalitatea reală; test F asupra restrict, iilor coeficient, ilor

IRF s, i FEVD

⊡ IRF: Cum se propagă s,ocurile prin sistem
⊡ FEVD: Ce proport, ie din variant,ă se datorează fiecărui s,oc
⊡ Ambele depind de ordonarea variabilelor (descompunerea Cholesky)
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Lista de verificare pentru select, ia modelului VAR

Înainte de estimare
□ Testat, i pentru rădăcini unitare în fiecare variabilă
□ Aducet, i seria la forma stat, ionară dacă este necesar (diferent,e, logaritmi)
□ Verificat, i pentru valori extreme s, i rupturi structurale

Specificarea modelului

□ Selectat, i ordinul lag-ului folosind AIC/BIC
□ Estimat, i VAR prin OLS
□ Verificat, i stabilitatea (valori proprii în interiorul cercului unitate)

După estimare

□ Testat, i reziduurile pentru autocorelat, ie
□ Testat, i pentru efecte ARCH
□ Testat, i pentru normalitate
□ Calculat, i IRF, FEVD, teste Granger
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Gres,eli comune de evitat

Capcane în analiza VAR

1. Ignorarea nestat, ionarităt, ii: Testat, i întotdeauna mai întâi pentru rădăcini unitare
2. Supraajustare: Prea multe lag-uri ⇒ prognoze slabe
3. Ordonare gres, ită: Rezultatele Cholesky depind de ordinea variabilelor
4. Confundarea corelat, iei cu cauzalitatea: Cauzalitate Granger ̸= cauzalitate reală
5. Ignorarea incertitudinii parametrilor: Folosit, i IC bootstrap pentru IRF
6. Es,antioane mici: VAR necesită multe observat, ii (T > 50)
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Ce urmează?

Subiecte pentru studiu aprofundat

⊡ Cointegrare: Relat, ii pe termen lung între variabile nestat, ionare
⊡ VECM (Vector Error Correction Model): Modele cu corect, ia erorii pentru sisteme cointegrate
⊡ VAR Structural: Impunerea restrict, iilor din teoria economică
⊡ Panel VAR: VAR pentru date panel
⊡ VAR Bayesian: Distribut, ii prior de shrinkage pentru sisteme de dimensiuni mari

Întrebări?
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Întrebarea 1

Întrebare

⊡ Pentru un model VAR(1) cu matricea de coeficient, i A =

(
0.8 0.3
0.1 0.5

)
, este modelul stabil?

Variante de răspuns

(A) Da, deoarece toate elementele diagonale sunt mai mici decât 1

(B) Da, deoarece toate valorile proprii sunt în interiorul cercului unitate

(C) Nu, deoarece suma coeficient, ilor depăs,es,te 1

(D) Nu poate fi determinat fără a cunoas,te Σ
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Întrebarea 1: Răspuns
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VAR(1) Stability: Both Eigenvalues Inside Unit Circle

Unit Circle Eigenvalues: 0.879, 0.421 Stable Region

Răspuns: (B)

⊡ λ1 = 0.879, λ2 = 0.421 ⇒ ambele |λ| < 1 ⇒ stabil.

TSA_ch6_quiz1_var_stability
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Întrebarea 2

Întrebare
⊡ Dacă X cauzează Granger pe Y la nivelul de semnificat, ie de 5%, care dintre următoarele afirmat, ii

este ADEVĂRATĂ?

Variante de răspuns

(A) X este cauza economică a lui Y

(B) Valorile trecute ale lui X cont, in informat, ii utile pentru prognozarea lui Y

(C) Y nu poate cauza Granger pe X

(D) Corelat, ia între X s, i Y este pozitivă
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Întrebarea 2: Răspuns
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Răspuns: (B)

⊡ Cauzalitate Granger = cont, inut predictiv, nu cauzare economică reală
⊡ X trecut ajută la prognozarea lui Y

TSA_ch6_quiz2_granger_causality
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Întrebarea 3

Întrebare
⊡ Într-un VAR cu IRF identificate Cholesky, ce determină ordinea variabilelor?

Variante de răspuns

(A) Magnitudinea răspunsurilor la impuls

(B) Viteza cu care s,ocurile dispar

(C) Care variabile pot răspunde contemporan la care s,ocuri

(D) Numărul de lag-uri în VAR
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Întrebarea 3: Răspuns
Ordering: (GDP, Interest Rate)

GDP Interest
Rate

GDP shock  IR responds at t=0
IR shock  GDP responds at t=1

Ordering: (Interest Rate, GDP)

Interest
Rate GDP

IR shock  GDP responds at t=0
GDP shock  IR responds at t=1

Răspuns: (C)

⊡ Ordonarea determină care variabile răspund imediat la care s,ocuri

TSA_ch6_quiz3_cholesky_ordering
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Întrebarea 4

Întrebare
⊡ Pentru un VAR(1) bivariat, cât, i parametri trebuie estimat, i (excluzând matricea de covariant,ă a

erorilor)?

Variante de răspuns

(A) 4

(B) 6

(C) 8

(D) 10
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Întrebarea 4: Răspuns

Răspuns: (B)

⊡ K + K 2 = 2 + 4 = 6 parametri (vezi detalii mai jos)

Numărare detaliată

⊡ VAR(1) cu K = 2 variabile:(
Y1t

Y2t

)
=

(
c1

c2

)
︸ ︷︷ ︸
2 par.

+

(
a11 a12

a21 a22

)
︸ ︷︷ ︸

4 par.

(
Y1,t−1

Y2,t−1

)
+

(
ε1t

ε2t

)

⊡ Constant c: K = 2; matrice A: K 2 = 4; total: 6 parametri

Formula generală

⊡ VAR(p) cu K variabile: K + pK 2 parametri (excluzând Σ)
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Întrebarea 5

Întrebare
⊡ Ce înseamnă FEVD12(h) = 0.35?

Variante de răspuns

(A) 35% din variant,a totală a variabilei 1 este explicată de variabila 2

(B) 35% din variant,a erorii de prognoză la h pas, i a variabilei 1 se datorează s,ocurilor la variabila 2

(C) Corelat, ia între variabilele 1 s, i 2 la lag-ul h este 0.35

(D) Variabila 2 explică 35% din răspunsul la impuls al variabilei 1
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Întrebarea 5: Răspuns
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Răspuns: (B)

⊡ 35% din variant,a erorii de prognoză la h pas, i a variabilei 1 se datorează s,ocurilor de la variabila 2

TSA_ch6_quiz5_fevd
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De la Granger la Pearl: Paradigme ale Cauzalităt, ii
TSA_ch6_pearl_causality

Cauzalitate Granger (1969): cauzalitate
predictivă

⊡ X cauzează Granger Y dacă trecutul lui X
îmbunătăt,es,te predict, ia lui Y dincolo de
trecutul lui Y

⊡ Limitare: corelat, ie ̸= cauzalitate; confunderii
pot genera cauzalitate Granger falsă

⊡ Exemplu: vânzările de înghet,ată “cauzează
Granger” înecurile (factor comun: temperatura)

Distinct, ia fundamentală

⊡ Granger = precedent,ă temporală +
predictibilitate incrementală

⊡ Pearl = mecanisme structurale (intervent, ii)

Cauzalitate structurală (Pearl, 2009)

⊡ Grafuri Aciclice Direct, ionate (DAG): codifică
structura cauzală

⊡ do-calculus: P(Y | do(X=x)) ̸= P(Y | X=x)
⊡ Intervent, ie vs. observat, ie:

▶ “Ce se întâmplă dacă fixăm X=x”
(intervent, ie)

▶ “Ce observăm când X=x” (condit, ionare)

Exemplu DAG

Temperatură → Înghet,ată

Temperatură → Înecuri

Înghet,ată ↛ Înecuri (cauzalitate falsă)
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do-Calculus s, i Grafuri Cauzale
TSA_ch6_do_calculus

Modelul Cauzal Structural (SCM)
Xi = fi (Pai , Ui )

⊡ Pai = părint, ii lui Xi în DAG
⊡ Ui = termen de zgomot (exogen)
⊡ Fiecare ecuat, ie = un mecanism cauzal autonom

Cele trei reguli ale do-calculus (Pearl, 2009)

1. Inserare/s,tergere observat, ii
2. Schimbarea act, iune ↔ observat, ie
3. Inserare/s,tergere act, iuni

Criteriul back-door

⊡ Mult, imea Z blochează toate căile back-door de
la X la Y :

P(Y | do(X )) =
∑
z

P(Y | X , Z=z) P(Z=z)

Ajustare standard – elimină confunderea.

Criteriul front-door

⊡ Utilizat când criteriul back-door nu este
satisfăcut

⊡ Necesită un mediator M: X→M→Y

Legătura cu SVAR

⊡ Identificarea structurală în VAR ≈ presupunerea
unui DAG specific

⊡ Restrict, iile de ordonare Cholesky = un DAG
recursiv
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PCMCI: Inferent,ă Cauzală pentru Serii de Timp
TSA_ch6_pcmci

Provocare: efecte cauzale lagate s, i
contemporane

⊡ Seriile de timp au atât efecte cauzale
contemporane, cât s, i întârziate (lagate)

⊡ Autocorrelat, ia puternică distorsionează testele
standard de independent,ă condit, ională

Algoritmul PCMCI (Runge et al., 2019)

Pasul 1 – PC (select,ie condit,ionată):

⊡ Pentru fiecare variabilă X j
t , testează:

⊡ X i
t−τ ⊥⊥ X j

t | S (mult, imea de condit, ionare S)
⊡ Utilizează corelat, ie part, ială sau IMC (informat, ie

mutuală condit, ională)

Pasul 2 – MCI (independent,ă condit, ională
momentană)

⊡ X i
t−τ → X j

t dacă s, i numai dacă:
X i
t−τ ⊥̸⊥ X j

t

∣∣∣ P̂a(X j
t )\{X

i
t−τ}, P̂a(X i

t−τ )

⊡ Controlează autocorrelat, ia (avantaj major fat,ă
de algoritmul PC standard)

Rezultat s, i implementare

⊡ Output: graf cauzal cu lag-uri, intensităt, i ale
legăturilor s, i p-valori

⊡ Software: pachetul Python tigramite (Runge)
⊡ Referint,ă: Runge et al. (2019), Science

Advances
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Comparat, ie s, i Aplicat, ii
TSA_ch6_causality_comparison

Comparat, ie între metodele de inferent,ă cauzală
Metodă Tip cauzalitate Confounderi Non-liniar Contemporan
Granger (1969) Predictivă Nu controlează Nu∗ Nu
SVAR Structural Restrict,ii Nu Da
PC / FCI Grafic Da Nu∗ Da
PCMCI (Runge) Grafic temporal Da Da (IMC) Da
CCM† Sisteme dinamice Da Da Nu
∗Extensii: Granger non-liniar, PC bazat pe kernel. †Convergent Cross Mapping (Sugihara et al., 2012).

Aplicat, ii

⊡ Climatologie: ret,ele cauzale între variabile
climatice (Runge et al., 2019)

⊡ Neuros,tiint,ă: conectivitate cerebrală din date
fMRI

⊡ Finant,e: transmiterea riscului sistemic,
estimarea efectelor politicii monetare

⊡ Economie: mecanismele de transmisie a
politicii monetare

Referint,e cheie

⊡ Pearl, J. (2009). Causality, Cambridge
University Press

⊡ Runge, J. et al. (2019). Detecting and
quantifying causal associations in large
nonlinear time series datasets, Science
Advances, 5(11)

⊡ Spirtes, P., Glymour, C. & Scheines, R.
(2000). Causation, Prediction, and Search,
MIT Press
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Formule principale – Rezumat

Model VAR(p)

⊡ Yt = c +
∑p

i=1 AiYt−i + εt

⊡ εt ∼ N (0,Σ), i.i.d.

Cauzalitate Granger

⊡ H0: X nu cauzează Granger Y
⊡ Test F sau Wald pe coeficient,ii lag-urilor lui X

Select, ia lag-urilor

⊡ AIC = ln |Σ̂|+ 2pK2

T

⊡ BIC = ln |Σ̂|+ pK2 lnT
T

Funct, ii răspuns la impuls

⊡ Yt+h =
∑∞

i=0 Φiεt+h−i

⊡ Φi = multiplicatori la orizontul i

FEVD

⊡ FEVDjk (h) =
∑h−1

i=0 (e′jΦiPek )
2∑h−1

i=0 e′jΦiΣΦ′
i ej

⊡ Contribut,ia s,ocului k la variant,a lui j

Stat, ionaritate VAR

⊡ Toate valorile proprii ale A în interiorul cercului
unitate
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Bibliografie I
Lucrări fundamentale VAR s, i cauzalitate

⊡ Sims, C.A. (1980). Macroeconomics and Reality, Econometrica, 48(1), 1–48.
⊡ Granger, C.W.J. (1969). Investigating Causal Relations by Econometric Models and

Cross-Spectral Methods, Econometrica, 37(3), 424–438.
⊡ Toda, H.Y., & Yamamoto, T. (1995). Statistical Inference in Vector Autoregressions with

Possibly Integrated Processes, Journal of Econometrics, 66(1-2), 225–250.

Manuale VAR

⊡ Lütkepohl, H. (2005). New Introduction to Multiple Time Series Analysis, Springer.
⊡ Kilian, L., & Lütkepohl, H. (2017). Structural Vector Autoregressive Analysis, Cambridge

University Press.
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Bibliografie II

Funct, ii impuls-răspuns s, i descompunere variant,ă

⊡ Pesaran, H.H., & Shin, Y. (1998). Generalized Impulse Response Analysis in Linear Multivariate
Models, Economics Letters, 58(1), 17–29.

⊡ Hamilton, J.D. (1994). Time Series Analysis, Princeton University Press.
⊡ Tsay, R.S. (2014). Multivariate Time Series Analysis with R and Financial Applications, Wiley.

Resurse online s, i cod

⊡ Quantlet: https://quantlet.com – Platformă de cod pentru metode cantitative
⊡ Quantinar: https://quantinar.com – Platformă de învăt,are pentru metode cantitative
⊡ GitHub TSA: https://github.com/QuantLet/TSA/tree/main/TSA_ch6 – Cod Python pentru

acest capitol
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Vă Mult,umim!

Întrebări?

Materialele cursului sunt disponibile la: https://danpele.github.io/Time-Series-Analysis/

Quantlet Quantinar

Analiza s, i Prognoza Seriilor de Timp
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